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Aktivni uéeni je pristup k trénovani modeli umélé inteligence v ramci uceni s ucite-
lem. Motivaci k jeho zavedeni je Setfeni ¢asu a financ¢nich prostredki pri porizovani
anotaci trénovacich dat, jez jsou v mnoha tlohach strojového uceni potrebné. Jeho
paradigma je jednoduché: predpoklady jsou datova sada s nékolika mélo oznacenymi
daty, model a anotator. Nasledn¢ do splnéni vhodné zvolené ukoncovaci podminky
probihé nésledujici cyklus — naucit model na oznacené podmnozing, vybrat nékolik
neoznacenych vzorku a dotdzat se anotatora na oznaceni vybranych vzorku. Kri-
tickou casti systému je pak vybér vzorka. Pii pouziti vhodné strategie je mozné
vybrat takové prvky, jejichz naucenim se model zlepsi nejvice. Pravé tyto strategie
jsou hlavnim predmétem vyzkumu aktivniho uceni. Tato prace nabizi prizkum jiz
existujicich strategii a poskytuje hodnoceni prinosu nékterych strategii a aktivniho
uceni jako celku z vysledkd navrzenych experimentd.

Active learning is an approach to training artificial intelligence models within super-
vised learning. The motivation for its introduction comes from the need to spare
time and financial resources in obtaining labels for the training data, which are
fundamental for many machine learning tasks. Its paradigm is simple: the precon-
ditions are a training dataset with a few data labeled, the model and an annotator.
Then, the following cycle is repeated until some suitable terminal condition is met —
train the model on labeled data, query for more unlabeled data and let the annotator
provide the labels for the queried instances. The critical part of such a system lies in
the startegy of querying for new data samples. With a desirable strategy, such data
labels could be obtained, that imporve the model the most. These query strategies
are the main subject of ongoing research in active learning. This work offers a sur-
vey of existing strategies and provides evaluation of contribution of some chosen
strategies and active learning as a whole from the results of proposed experiments.

aktivni uceni « zpracovani prirozeného jazyka « uméld inteligence « strojové uceni
« neuronové sité « transformery » HuggingFace « Metacentrum « PyTorch « modAL
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Uvod

Zpracovani prirozeného jazyka (angl. natural language processing, NLP) je jednou
z mnoha oblasti strojového uceni, jez se snazi reprezentovat prirozeny jazyk, tedy
jazyk lidi, vhodnym zptisobem za icelem jeho porozuméni jazykovymi modely a na-
sledného plnéni lidmi pozadovanych ukont - klasifikace textt, analyza sentimentu,
rozpoznavani pojmenovanych entit, nebo i obecnéjsi zodpovidani dotaz a mnoho
dalsich — pomoci téchto modelt. V soucasné dobé zazivame obrovsky rozmach to-
hoto oboru; mizeme se setkat s velmi vykonnymi modely jako napt. BERT, GPT-4,
ChatGPT, Llama, jejichz jazykova znalost se mnohdy vyrovna rodilym mluvcim.
Kromeé jazykovych dovednosti v$ak také vynikaji jinymi znalostmi; z obou divodu
pomoc téchto modelt vitaji lidé z raznych obort. Efektivita dnesnich jazykovych
modelt je casto neodbornym publikem nepochopeni, k jeji demystifikaci je tfeba
rozkli¢ovat princip jejich uspéchu. Ten tkvi zejména v architekture modelu a datech,
kterymi je model ucen. Znalosti modely Cerpaji z dat, architektura jim pomaha v
jejich lepsim pochopeni. Vyspélejsi architektury, pristupy uceni a zpracovani jiz ob-
drzenych dat jsou predmétem vyzkumu, data je v§ak nutné v prvni radé ziskat, coz
se muze stat casove nebo i finanéné naro¢nym tkolem. Kromé jich samotnych vy-
zaduje mnoho dloh strojového uceni (nejen NLP) také anotace téchto dat — spravné
odpovédi, z nichz se modely mohou ucit. Ziskavani anotaci pak predstavuje dalsi ca-
sové/finan¢né obtizny problém. Na komplikace s pofizovanim anotaci reaguje pravé
schéma aktivniho uceni (angl. active learning, AL), jehoz principem je umoznit mo-
delu vybér datovych vzorkd, které potiebuje oznacit. Sbér anotaci pak nemusi byt
proveden pro celou datovou mnozinu pred ucenim, ale mize probihat inkremen-
talné a nikoliv pro vsechna data.

Cilem této prace je prozkoumat metodiky (strategie) aktivniho uceni zejména
se zamérenim na modely neuronovych siti pouzivanych v oblasti zpracovani priro-
zeného jazyka. Soucasné budou tyto postupy taxonomicky kategorizovany podle
stavajici literatury z oblasti, zejména prizkumu aktivniho uceni. Studium metod
zahrne jak starsi (ptivodni, ale stile pouzivané), tak i modernéjsi strategie, které
cili pravé na neuronové sité. Ke zjisténi prinosu aktivniho uceni v oblasti zpraco-
vani prirozeného jazyka budou nasledné¢ vybrany vhodné nastudované metody s



1. Uvod

ohledem na jejich rozsireni, pokrok a diverzitu. S nimi budou navrzeny smyslu-
plné experimenty odpovidajici mozné praxi nad modernimi jazykovymi modely
(tzv. transformery) i nad modely zcela odli$né architektury — ndhodnymi lesy — a
nad rozséhlymi (s vice nez dvaceti tisici az s pres pul milionu vzorky) datovymi
sadami v anglickém ¢i ceském jazyce. Experimenty probéhnou automatizované v
gridovém vypocetnim prostredi metacentra a jejich vysledky budou zpracovany
do grafd zéavislosti metriky predstavujici vykonnost modelu — presnosti — na poctu
oznacenych dat. Poslednim tkolem bude z grafi kriticky posoudit, zda a pripadné
jak moc aktivni uceni ovliviiuje schopnosti vysledného modelu oproti ndhodnému

vybéru vzorkt a pasivnimu uceni.



Souvisejici prace

Experimentovani s metodami aktivniho u¢eni je predmétem zejména vyzkumnych
praci prinasejicich nové strategie do oboru - v zajmu autorti je totiz zjistit, ja-
kych jimi vyvinuta strategie dosahuje vysledkd v porovnéni s ostatnimi strategiemi
[KAG19; GIG17; Ash+19; SS18; GS19; Car+17]. Tyto prace se vSak nezaméruji pouze
na oblast zpracovani prirozeného jazyka a ¢asto nezkoumaji prinosy aktivniho uceni
pro moderni modely NLP — transformery. Vybiraji datové sady z rtiznych oblasti a
modely rtznych architektur (z neuronovych siti zejm. konvolu¢ni sité). Experimenty
maji ale také velice podobné vlastnosti. Prezentace vysledki je provedena grafem
zéavislosti presnosti (nebo vyjimeéné jiné metriky) na poc¢tu oznacéenych vzork pri-
padné vyjadreném jako procento z celkové velikosti sady. Své strategie porovnavaji
s ndhodnym vzorkovanim, pak casto s nékterou z heterogennich metod zalozenych
na nejistoté — entropie, nejvétsi rozdil nebo nejmenst jistota — a pripadné dal$imi, v
dobé vyzkumu $pickovymi, strategiemi.

Dalsi podstatnou ¢asti této prace je predstaveni nékterych strategii aktivniho
uceni. Stejny cil si kladou autori prizkumu této oblasti, ktefi se snazi zmapovat
metody AL nebo jeho podoblasti v jedné praci. Zakladnim a nejzédsadnéjsim dilem
této kategorie jisté je prazkum Active Learning Literature Survey od Burra Settlese
[Set09]. Obdobnou praci je priazkum Charu C. Aggarwala a dalsich [Agg+14]. Jeden
z nové¢jsich prizkumi se pak zaméruje na aktivni uceni pro neuronové sité — A
Survey of Deep Active Learning od autori Pengzhen Ren, Yun Xiao et al. Ve své
praci napriklad jmenuji nékteré znamé problémy aktivniho uceni s témito modely,
jako treba nutnost davkového pristupu nebo nemoznost uspokojivé reprezentace
nejistoty modelu.

Existuji také vyzkumy zabyvajici se tspésnosti aktivniho uceni - ty jsou této ba-
kalarské praci nejblizsi. Napriklad Siddharth Karamcheti et al. ve své praci [Kar+21]
zkoumaji, pro¢ mnohé strategie selhavaji pro dlohu dotazovani vizualni informace
(angl. visual question answering). Prichdzeji s moznym vysvétlenim, Ze strategie ak-
tivniho uceni ¢asto vybiraji kolektivni odlehlé vzorky, tj. vzorky zasadné se lisici od
zbytku sady, které se ale (v pfiznakovém nebo jiném prostoru) shlukuji k sob¢, jez
jsou pro model slozité na nauku. Dale tyto kolektivni odlehlé vzorky v ramci datové
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sady identifikuji a pozoruji pribéhy aktivniho uceni pti postupném odstranovani
téchto prvku. Z experimentl dochazeji k zavéru, ze tyto vzorky skute¢né negativné
ovliviuji aktivni u¢eni, nebot pfi postupném orezavani sady o 10, 25 a 50 % dochazi
ke stale lepsim vysledkim AL oproti ndhodnému vzorkovéni. V experimentech se
zaméruji na 8 strategii AL a 5 modelti na 4 datovych sadach pro dotazovani vizualni
informace.

Této praci je jesté blize ¢lanek [DD22], kde autori zkoumaji limitace aktivniho
uceni primo pro transformer modely. Napriklad ovéruji problematiku kolektivnich
odlehlych vzorkd, velikosti modelu nebo ,predbézného nauceni” v aktivnim uceni.
Ze své studie vyvozuji dalsi moznost, pro¢ aktivni uc¢eni miize selhavat, a to ne-
stabilitu tréninku - strategie totiz vybiraji potencionalné uzitecné prvky, které ale
zpusobuji nestabilni uceni.



Aktivni uceni

Aktivni ucenti je ve strojovém uceni s ucitelem technika poméhajici minimalizovat
jeho naklady [Ren+20; Agg+14] tak, Ze u¢eny model sim vybird vzorky pro ozna-
¢eni ordkulem - abstraktnim znalcem schopnym podat spravné anotace datovych
vzorkut. Vybirani je realizovano tzv. dotazovacimi strategiemi (angl. query strate-
gies). Cilem strategii je né¢jakym zptisobem ziskat takové neoznacené vzorky, jejichz
anotace pomuze modelu co nejvice.

V/yznam. Aktivni u¢eni m4 svij vyznam ve strojovém uceni s ucitelem, kde je po-
treba mit k dispozici veliké sady anotovanych dat, aby vysledny model podaval
uspokojivé vysledky. Toto ale predstavuje problém, protoze takové mnozstvi dat je
nakladné na obdrzeni, vyZzaduje monoténni praci mnoha lidi a u¢eni modelu mtize
byt pomalejsi. Pfesné na tyto problémy reaguje aktivni u¢eni. Pfi tomto pristupu
neni potreba mit oznacena vsechna data — jen malou mnozinu prvotnich vzork, na
kterych se model netplné uci. Hlavni myslenkou této metody je, Ze nadale si model
sam urcitym zpusobem vybird z neoznac¢ené mnoziny dat (anebo je sim generuje) ty
vzorky, které jeho uceni podpori nejvice [Ren+20; Set09]. Tato data nechd anotovat
orakulem (napf. lidmi) a nasledné se na nich priuci (nebo uceni probéhne od nuly
se vSéemi doposud oznacenymi vzorky — viz sekci 3.7.1). Cyklus vybéru vzorkd mo-
delem a dotdzani se na anotace probiha az do n¢jaké ukoncovaci podminky - napf.
pocet cykli nebo hodnota metriky pro presnost modelu.

Celkovy pocet anotovanych dat je tedy velikost prvotni mnoziny v souctu s
poctem modelem vybranych vzorka po vsech cyklech. Toto ¢islo musi byt mensi
nebo rovné celkovém poctu dat (ne- i oznac¢enych), nebot vic jich neni, a zavisi na
ukonc¢ovaci podmince aktivniho uceni. Pokud je podminka volena vhodné a model
vybira dobré vzorky, mize byt pocet anotaci mnohonasobné mensi nez velikost dat.
Z toho plyne, ze k celkovému anotovani neni zapotrebi tolik hodin lidské préce,
¢imz se usetti financni zdroje.



3. Aktivni uceni

3.1 Tridéni metod

Literatura nejcastéji déli aktivni uc¢eni do tfi skupin podle pristupi (scenarios [Set09]):
syntéza dotazii (Membership query synthesis), sekvencni (proudové) dotazovdni (Sequen-
tial, stream sampling) a vybérové dotazovdni (Pool based sampling) [Ren+20; Set09;
Agg+14]. V syntéze dotazi model vytvari nové umélé vzorky, které se nemusi nacha-
zet v pivodnim datasetu. Uskalim tohoto piistupu je, Ze pro uréité problémy (napt.
rozpoznavani obrazk, vétsinu dloh NLP) tento generativni pristup syntetizuje ne-
smyslné a obtizné oznacitelné vzorky [Agg+14]. Sekvenc¢ni dotazovani prochazi
postupné celym neoznacenym datasetem a pro kazdy vzorek vyhodnoti, zda ma
pro né¢j byt dotdzano oznaceni, ¢i nikoliv. Naproti tomu vybérové dotazovani vybira
nejlepsi vzorek z celého (neoznaceného) datasetu. Sekvencni pristup je vhodnéjsi
pro uceni na mensich zarizenich (mobilni, embedded), kdezto vyborovy se bézné
pouziva na silnéjsich strojich [Set09; Ren+20]. Vsechny tfi pristupy vSak uvazuji, ze
vybirany vzorek je jen jeden, coz je pro nékteré modely nevhodné. Vznikl tedy dalsi
pristup — ddvkové vzorkovdni. Strategie spadajici do této tridy se vSak od ostatnich
zasadné lisi tim, ze potrebuji informace navic - viz sekci 3.6.

Mimo pristupti Ize délit také konkrétni strategie. Jednim z prikladu je v pred-
chozim odstavci zminéné davkové vzorkovani - jelikoz se strategie tohoto pristupu
vyznacuji informaci navic. Podle Aggarwala et al. [Agg+14] 1ze dale délit strategie na
metody zalozené na: heterogenité, vykonnosti nebo reprezentativnosti (anebo hybridni
metody spadajici do vice nez jedné z téchto trid). Dale uvadéji napriklad Bayesovské
aktivni uceni a metody zalozené na hustoté informace. V literature se da ovsem setkat
i s jinymi druhy kategorizace — napt. déleni na metody zaloZené na nejistoté nebo
diverzité [YLB20; Ash+19].

Vsechny popsané tridy se zabyvaji u¢enim klasifikatord. Existuji vsak strategie
zamérujici se na regresi. Napriklad mezi né patii Bayesovska optimalizace [DH18,
dokumentace knihovny].

3.2 Metody zalozené na heterogenité

Tyto strategie néjakym zptisobem méri rtiznorodost dat od znalosti modelu a vybi-
raji ty nejvice odlisné. Déle se déli na napt. vzorkovdni zaloZené na nejistoté, komisni
dotazovdni nebo ocekdvand zména modelu.

3.2.1 Vzorkovani zalozené na nejistoté

Jednémi z prvnich a stile bézné pouzivanych strategii jsou metody zalozené na
nejistoté modelu. Tyto strategie vyzaduji, aby byl klasifikator schopen urcit pravde-



3.2.1. Vzorkovdni zaloZené na nejistoté

(a) Nejmensi jistota (b) Nejveétsi rozdil (c) Entropie

Obrazek 3.1: Vizualizace vybéru vzorku jednotlivymi metodami zaloZenymi na
nejistoté pro dlohu ternarni klasifikace. Osy zobrazuji pravdépodobnost dvou trid,
pravdépodobnost treti tridy se dopocita jako 1 — p; — p,. Grafy pak vyjadruji skére
jednotlivych metod, vzorky s pravdépodobnostni distribuci odpovidajici tmavym
bodam jsou lepsi kandidati podle dané metody. Obrazek z [DH18, dokumentace
knihovny]

podobnostni distribuci nad tridami pro dany vzorek:
p(x) = Po(Y = yilx)Vi,

kde malé p je distribuce nad vzorkem x a velké Pg je pravdépodobnost, ze vzorek x
patfi do tridy y;, kdyz jsou dany parametry modelu ©. Diky distribuci pak mtzeme
merit nejistotu. Tyto strategie je mozné pouzit v pristupech selektivniho nebo vy-
bérového vzorkovani. Obrazek 3.1 zndzornuje prednostné vybirané vzorky kazdé
z téchto metod.

Nejmensi jistota. Tato strategie vybird prvky, pro néz i ta nejpravdépodobnéjsi
trida ma stale nejnizsi pravdépodobnost. U vzorkd tedy vybere tfidu s nejvyssi hod-
notou pravdépodobnostni funkce a vybere ten vzorek, kde je tato pravdépodobnost
nejnizsi (neboli s nejvétsim rozdilem od maxima - 100 %). Ve vybérovém vzorkovani
lze pouzit nasledujici vzorec k obdrzeni nejvhodnéjsiho vzorku:

% = argmax, (1 — p(x)),

kde p(x) = max;{Po(Y = yi|x)}.

Nejvetsi rozdil. Nejveétsi rozdil méti rozdil pravdépodobnosti tiid, v nichz si je
model nejvice jisty. Vybira pak ty vzorky, pro néz je rozdil nejmensi. Literatura
Casto tuto metodu oznacuje také jako ,rozdilové vzorkovani“ [Set09; DH18] kvuli
jinak matoucimu nazvu. Vzorek pro oznaceni je vybran podle vztahu:

% = argmin, (g (x) — p2(x)),



3. Aktivni uceni

kde p1(x) a p»(x) jsou nejvétsi a druha nejvétsi (v tomto poradi) z hodnot Pg(Y =
Yilx)Vi.

Vzorkovani na zékladé entropie na rozdil od predchozich bere v potaz ce-
lou distribuci nad vzorkem. Z distribuci vypocita stredni entropii neboli ocekavanou
miru prekvapeni. Cim vétsi je entropie, tim vétsi je také nejistota, nebot informaéni
entropie nabyva maximalnich hodnot pfi rovnomérném rozdéleni ndhodné veli¢iny
(v nasem pripadé trida vzorku). K uréeni vzorku Ize pouzit nasledujici vzorec:

% = argmax, (= ) pi(x) - logypi(x)),
kde pi(x) = Po(Y = yi|x).

Vsechny strategie zalozené na nejistoté byly popsany vybéro-
vym pristupem. K prevodu na proudovy pristup je potfeba stanovit vhodny prah ¢
a misto vybirani vzork s nejvétsi (resp. nejmensi) hodnotou se dotdzeme na tridu
vzorku, pokud je hodnota vétsi (resp. mensi) nez dany prah. Naprtiklad pro nejvétsi
rozdil vybereme k oznaceni vzorek x, pokud p; (x) — p2(x) < 0.1 (s prahem t = 0.1).

Zjisténi spolehlivé jistoty modelu zalozeném na neurono-
vych sitich je stale zkoumany problém v oblasti strojového uceni. Nejpouzivanéjsi
technikou pro klasifika¢ni ulohy je transformace vystupu modelu vrstvou softmax,
ktera poskytuje pravdépodobnostni distribuci. Tato distribuce v$ak ne prili§ dobre
napriklad pouziti bayesovskych siti nebo tzv. Monte Carlo vynechavani (angl. dro-
pout), jehoz principem je ,vynechani“ (vynulovani vystupu) nékterych ndhodné
vybranych neuront pri inferenci, coz zptsobi obdrzeni riznych vysledkt modelu
pro ten samy vzorek. Tyto techniky jsou dale popsany v sekci 3.5.

Strategie komisniho vzorkovani vyzaduji vice modelti urcenych na stejny tkol stro-
jového uceni. Smyslem tohoto pristupu v souvislosti s AL je vybirat ty vzorky, na
nichz je shoda modelti nejmensi. Jednotlivé strategie této kategorie méri prave shodu.
U neuronovych siti je opét mozné pouzit Monte Carlo vynechavani k simulaci vice
modelta [Agg+14].

Strategie této kategorie vybiraji prvky, které model ,zméni“ nejvice, konkrétné které
zpusobi nejvetsi zménu gradientu ztratové funkce vzhledem k parametrim modelu.
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3.3 Metody zalozené na vykonnosti

Cilem je vybrat takové vzorky, které jsou modelu nejvice cizi. Tento pristup mutize
byt vS§ak pouzit jen na modely, jejichz uceni je zaloZzeno na gradientech [Agg+14].

3.3 Metody zalozené na vykonnosti

Hlavni nevyhodou heterogennich metod je vysoka pravdépodobnost vybéru za-
suméného nebo jinak nekvalitniho vzorku. Strategie v této kategorii se snazi obejit
tento problém zamérenim na prvky, které zmensi chybovost modelu (na rozdil od
prvkd, v nichz si je nejisty) [Agg+14].

Hlavnim predstavitelem je strategie nazvana ocekdvané snizeni chyby (,Expected
error reduction®). Jak napovida i nazev, strategie se snazi snizit chybovost budou-
ciho modelu. Zaroven se da diskutovat, Ze se jedna o komplementarni pristup k
heterogenité¢, jelikoz zatimco heterogenni metody maximalizuji nejistotu vybira-
nych prvki, metody zalozené na vykonnosti nejistotu minimalizuji na mnoziné
zbyvajicich (neoznacenych) vzorki [Set09; Agg+14].

Pro urceni ocekavaného snizeni chyby je potreba uvazovat vlastnosti modelu po
pridani zkoumaného prvku, coz vsak vyzaduje znalost jeho tridy, kterou neméame.
Ve vypoctech tedy zahrneme vsechny moznosti, tedy vlastnosti vsech modeli po
pridani prvku za predpokladu, ze prvek je v dané tfidé, pro vSechny mozné tridy.
Takto zkoumame kazdy vzorek v neoznacené mnoziné — vypocet je tedy velmi
narocny. Toto je také davodem, proc¢ tento zpasob aktivniho uceni neni prilis rozsi-
feny [Set09]. Jedna z moznych variaci této strategie pro binarni klasifikaci je popsana
nasledujicim vzorcem:

k k
e(x) = Y Po(Y = yil) | 30 D" [Pgeceny (V = ylu) 0,5 |

j ueld

kde e(x) je ocekavané snizeni chyby, k je pocet tfid (a i,j tedy iteruji pres t¥idy), U je
neoznacena sada a ©*(*9)) zna¢i parametry modelu poté, co je k aktudlnimu modelu
(dany parametry ©) pridan zkoumany prvek x za predpokladu, ze jeho tfida je y;.
Strategie vybere prvek s minimalnim e(x).

3.4 Metody zalozené na reprezentativnosti

Ocekavané snizeni chyby je vyhodnéjsi nez heterogenni metody v tom ohledu, ze je
odolnéjsi vici nekvalitnim vzorktim a hleda vlastnosti celé neoznacené sady a nejen
zkoumaného prvku. Hledani neokrajovych prvkd se jevi jako dspésny pristup, avsak
kvtli vypocetni slozitosti ocekavaného snizeni chyby je strategie vétsinou nepou-
zitelna, byly tedy zkoumany dalsi postupy. Metody zalozené na reprezentativnosti
se snazi vybirat informativni vzorky, které jsou ale podobné zbytku neoznacenych
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3. Aktivni uceni

dat. Hodnoceni vzorku vznikne ndsobkem hodnoty libovolné strategie zalozené na
heterogenité a miry reprezentativnosti neboli hodnoty (odhadnuté) funkce hustoty
v bod¢ zkoumaného vzorku. Odhad muze byt proveden napt. jadrovym odhadem
hustoty [Agg+14].

Tento pristup k aktivnimu uceni se zaméruje na ,Bayesovské modely“, které nad
svymi parametry udrzuji pravdépodobnostni distribuci namisto bodovych odhadu
[KAG19; GG15; GIG17]. Autori v této oblasti upozornuji na neschopnost modelt
hlubokych siti reprezentovat nejistotu, pricemz mnohé strategie aktivniho uceni
pravé na nejistotu spoléhaji [GIG17; Ren+20; Gal16]. Strategie této kategorie se opi-
raji o Bayesovské aktivni u¢eni neshodou (angl. Bayesian active learning by disagre-
ement, BALD), kritériem méricim vzijemnou informaci mezi parametry modelu a
jeho predikcemi [Hou+11; KAG19; Agg+14]:

I[(walxﬂz)) = H(ler Z)) - Ew~7’(w|Z))H(Y|x; 0)),

pricemz x a Y jsou prvek a distribuce pravdépodobnosti tfid tohoto prvku, D je
trénovaci datova sada (s ozna¢enymi prvky), w jsou parametry modelu s pravdépo-
dobnostni distribuci P (w|D). H znaci Shannonovu entropii a E stfedni hodnotu.
Ve vybérovém pristupu je pak pro oznaceni vybran ten prvek, pro néjz je vzajemna
informace nejvétsi: ¥ = argmax, I(Y,w|x, D). Levy ¢len vyrazu, H(Y|x, D), 1ze
vylozit jako entropii predikci modelu a pravy ¢len jako stfedni hodnotou entropie
predikci pres distribuci parametra [KAG19].

Clanek ptivodni strategie BALD se zaméroval zejména na modely tzv. Gaus-
sovské procesy a vyvozuje postup, jak aproximovat vzajemnou informaci pro tyto
modely [Hou+11]. Nov¢jsi zasahy do bayesovského aktivniho uceni se vsak zabyvaji
jiz neuronovymi sitémi. U nich vznika potieba zavedeni jiz zminéné distribuce nad
parametry - tu Ize odhadnout napriklad pouzitim Monte Carlo vynechavani. Rizné
vysledky modelu aplikaci této techniky lze pak chépat jako realizace distribuce nad
parametry [Agg+14; GIG17; GG15]. Yarin Gal a Zoubin Ghahramani [GG15] pak
prichézeji s aproximaci distribuce tfid s vyuzitim MC vynechavani [GIG17]:

N
1 .
P(Y =ylx,D) ~ + ;P(Y = ylx, )

s N vysledky MC vynechavéni. Vyraz P (Y = y|x, d;) =: piy znaci pravdépodobnost
tridy y vzorku x pro i-ty vysledek MC. Pomoci tohoto vzorce 1ze prepsat kritérium
strategie BALD pro neuronové sité (také oznacovano DBALD - Deep BALD):

I(Y,w|x, D) ~ —Z (% Zp;) log (% Zp}) + % Z p;log (p;) .

yeY yeY,i
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3.6. Ddvkové vzorkovdni

Andreas Kirsch, Joost van Amersfoort a také Yarin Gal ve své praci dale posouvaji
bayesovské aktivni uceni predstavenim davkové verze strategie BALD - batchBALD
[KAG19].

Vyse uvedené kategorie strategii aktivniho uceni predpokladaji vybér vzdy prave
jednoho prvku, ktery model vylepsi nejvice, coz ale vede k frekventovanému uceni.
Pro nékteré modely tento pristup nepredstavuje problém, u modeld s vyssi naroc-
nosti uceni (napf. neuronové sité) by ale bylo vyhodnéjsi navzorkovat vice dat a
trénovat je davkove. Jiz zavedené kategorie je mozné zobecnit na vybér vice vzork:
vybér selektivniho vzorkovani midzeme ukladat do mezipaméti, po jejimz naplnéni
model u¢ime na vybranych prvcich. Podobny pristup mtzeme aplikovat na zbylé dvé
kategorie. Tento naivni pristup vsak zavadi dalsi problém: model je ve fazi vzorko-
vani nejisty stale ve stejnych vzorcich, je tedy velmi pravdépodobné, Ze mezipamét
bude redundantné zaplnéna podobnymi vzorky [Ren+20; Car+17].

Toto chovani zachycuje obrazek 3.2, ktery porovnava vybér vzorki (Cerné) pri
pouziti strategie nejmensi jistoty, popsana vyse, a davkové strategie hodnocené dav-
kové vzorkovani. Cervené body reprezentuji trénovaci sadu a $edé zbytek data-
setu. Body jsou vektorovym zastoupenim vzorku datové sady IRIS (klasifikace ob-
razka) ve dvourozmérném prostoru. Pouzitym klasifikdtorem je tzv. algoritmus
k-nejblizsich sousedil. Z obrazkd je ztejmé, ze davkové vzorkovani vybralo nesou-
rodé vzorky, zatimco nejmensi jistota prvky, které si jsou mnohem podobnéjsi.

V pristupu davkového vzorkovani je tedy treba dale zavést miru podobnosti
vybiraného prvku a zbytku jiz vybranych vzorka.

Mezi vyznamné zéastupce strategii této kategorie patii hodnocené ddvkové vzorko-
vdni (Ranked batch-mode sampling) navrzeny Cordosem et al. [Car+17]. Strategie
se opira o nejistotu modelu, hodnotu ziskanou napriklad jednou ze strategii vzor-
kovani zalozeného na nejistoté, a pridava k ni informaci o podobnosti s ostatnimi
neoznacenymi vzorky. Ptivodni ¢lanek pouziva strategii nejmensi jistoty (viz sekci
3.2.1). Podobnost vzorku a oznacené mnoziny je v ¢lanku pocitana jako maximum
ze vzdalenosti vzorku a vSech prvkid mnoziny. Vzdalenosti je myslena kterakoliv
vektorova metrika, napt. eukleidovské, manhattonska nebo Cebysevova. Strategie
se d4 zapsat pomoci vzorce:

s(u)=a(1-0w, L))+ (1 -a)U(u),
®(u, £) = maxjep{d(u, 1)},
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3. Aktivni uceni

Vybér vzorku strategii nejmensi jistota Vybér vzorki strategii hodnocené davkové vzrokovani
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Obrazek 3.2: Projekce datové sady IRIS do dvourozmérného prostoru a vyznaceni
nékterych prvki pro davkovou a nedavkovou strategii. Obrazky porizeny uprave-
nym skriptem z [DH18, dokumentace knihovny — Ranked batch-mode sampling]

P I
Ul+1LT

kde U a L jsou neoznacend a oznacend mnozina vzorku, U je néktera ze strate-
gii nejistoty (napf. nejmensi jistota), d je funkce vzdéalenosti vektort (eukleidovska,
cosinova...), u je zkoumany vzorek, s je hodnota pridélena touto strategii a « je regu-
lujici parametr rovny pomeéru velikosti neoznacené sady k celkovému poctu vzorkd.
Misto & ze vzorce je mozné pouzit jakoukoliv jinou metriku méfici vzajemnou
podobnost. Nutno je podotknout, ze modely uceny touto strategii také musi umét
produkovat pravdépodobnostni distribuci nad tfidami vzorki jako tomu bylo u
strategii zalozenych na nejistoté, jelikoz je primo pouziva.

Autori nékterych mladsich strategii hovori o dvou pristupech aktivniho uceni: ne-
jistoté modelu a rozli¢nosti vzorkt [YLB20; Ash+19]. Nejistota modelu mutize byt
shodna s heterogennimi metodami zalozenymi na nejistoté, diverzita je v néjakém
smyslu rozdilnost vzorku (napf. shluk po provedeni k-means nebo k-means++ al-
goritmu). Strategie této kategorie, a¢ ne vzdy takto literaturou oznacovany, se daji
povazovat za davkové vzorkovani.
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3.6.2.1. Pristup zastupujici mnoZinou

O. Sener a S. Savarese ve svém ¢lanku [SS18] problém s diverzitou zkoumaji nad
modely konvoluc¢nich neuronovych siti. Na aktivni uceni prihlizeji jako na problém
hledani zastupujici (reprezentativni) podmnoziny (angl. core-set problem): cilem
je vybrat takovou podmnozinu vzorkd, aby se celkova vykonnost modelu zménila
minimalné oproti celé mnoziné. Autori ukazuji, Ze hleddni zastupujici mnoziny
odpovida k-Center problému, tedy vybéru k sttedovych vzorka takovych, ze nejvétsi
vzdalenost vzorkt od svého nejblizsiho stredu je nejmensi. Velikost k odpovida
poctu vzorkl vybiranych v iteraci aktivniho uceni. Pro tento problém nabizi dvé
reSeni — Zravy a robustni algoritmus. Vysledky téchto algoritmu se lisi v optimalité;
k-Center je NP-tézky problém, neni tedy znam algoritmus pro zjisténi optima v
rozumném case. Tato strategie se nezaméruje na heterogenitu.

Autori strategie BADGE Jordan T. Ash et al. [Ash+19] zdtraznuji problémy metod
zalozenych jen na nejistoté a jen na diverzite, ale také davkovych strategii. Konsta-
tuji, ze dspésnost téchto strategii zavisi na velikosti davky ve vztahu k celkovému
objemu dat a na strukturovanosti datové sady. Za dalsi problém oznacuji zavislost
vybranych vzorkd na vybéru hyperparametri modelu - tedy ze mald zména v hy-
perparametrech muze cilit k zdsadni zméné ve vybranych vzorcich k oznaceni ora-
kulem. S ohledem na tyto poznatky navrhuji svou strategii aktivniho uéeni urcenou
pro (hluboké) neuronové siteé.

Strategie se snazi aplikovat jak nejistotu modeluy, tak diverzitu vzorka v davce.
Obé¢ tyto vlastnosti se snazi vyjadrit touz metrikou — gradientem ztratové funkce
podle parametrt posledni (vystupni) vrstvy. Podoba se tak i metodam ocekavané
zmény modelu. Gradienty je mozné pocitat s ohledem na libovolnou tfidu, do nichz
klasifikator vzorky radi:

y d

x = a_WlCE(f(xlg)’y)r

8
kde W znaci parametry vystupni vrstvy, x a y jsou poporadé vzorek a tfida, f(x|©)
je vektor pravdépodobnosti trid podle klasifikatoru s parametry © pro vzorek x
a Icg znadi ztratovou funkci — kfizovou entropii. Patrné W C ©. Z moznych gra-
tedy g, = g%, y = argmax,f(x|©);. Nejistota modelu je pak vyjadfena normou to-
hoto gradientu a diverzitu zajistuje vybér takovych prvkd, jejichz g, vyjadruji razné
smeéry. Aplikace algoritmu k-means++ nad témito gradienty vSech neoznacenych
vzork usti ve vybér mnoziny obsahujici rozdilné prvky, v nichz si je model nejisty.
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3. Aktivni uceni

Vyzkumnici D. Gissin a S. Shalev-Schwarz [GS19] prichézeji s netradi¢ni strategii
aktivniho uceni a radi ji mezi davkové pristupy. Autori prinaseji do problematiky
aktivniho uceni odlisny pohled od ostatnich metod tim, zZe se jej snazi definovat jako
problém binarni klasifikace. Vychazejice z teze, ze pokud prvky neoznacené sady
jsou nerozeznatelné od prvki oznacenych, pak sada oznacenych prvki je reprezen-
tativni vzhledem k celé datové sad¢, definuji problém klasifikace piivodnich vzorka
do tridy ,oznacen®, nebo ,neoznacen”. Nasledné navrhuji naudit (libovolny) klasifi-
kétor - diskriminator, aby mezi témito preoznacenymi vzorky dokazal rozpoznévat
tridu, a v kazdém kroku aktivniho uceni vybrat K prvkd, u nichz si je diskriminator
nejvice jisty jejich nalezitosti do tfidy ,neoznacen®. Vybérem pak tyto prvky za¢nou
nélezet do tridy druhé. Vysledkem této metody by mélo byt prerozdéleni vzorki tak,
aby si diskriminator nebyl jisty u zadného prvku, coz tsti ve splnéni predpokladu

teze.

Ve vlastnich experimentech bude vyuzita jiz existujici implementace strategii a algo-
ritma aktivniho uceni. Tato sekce vyjmenuje nékteré moznosti vybéru a zdivodni
volbu konkrétnich.

Prvni moznosti je vlastni implementace zvolenych strategii
aktivniho uceni. Vyhodou v tomto pripad¢ je moznost napsat rozhrani vyhovujici
skriptim experimentti s ohledem na vsechny jeho parametry. Avsak vzhledem k
rezii tohoto pristupu a naro¢nosti implementace nékterych strategii aktivniho uceni
nebyla tato moznost volena, nebot by prinesla prilis veliké ¢asové naklady.

Dals$i moznou volbou je knihovna modAL vyvijena doktorem
Tivadarem Dankou. Knihovna je psana v programovacim jazyce Python pro fra-
mework Scikit-learn. Obsahuje vsak také podporu pro Pytorch, framework pro
strojové uceni, ktery je vyuzivan v experimentech. Knihovna poskytuje v§echny
vys$e popsané strategie zalozené na nejistoté, komisni vzorkovani (také 3 strategie),
ale také vzorkovéani zaloZzené na hustoté informace nebo davkové vzorkovani. Pod-
poruje jak vybérové, tak selektivni pristupy. Kromé aktivniho uceni klasifikatort
také umoznuje vyuzit AL pro regresni modely [DH18]. Vzhledem k jednoduchosti
rozhrani a pouzivani knihovny byla volena tato moznost jako jedna z implementaci
aktivniho uceni v experimentech.
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3.7.1. Studeny zacdtek

Tato knihovna je vyvijena skupinou lidi z Leipzigské univer-
zity a Institutu aplikované informatiky v Leipzigu [Sch+21]. Narozdil od knihovny
modAL se zamétuje zejména na klasifikaci v oblasti NLP a utilizuje state-of-the-art
dotazovaci strategie. Poskytuje API pro modely typu transformer ze sluzby Hug-
gingFace, na néz se zameéruje i tato prace. Pokrocilé strategie, které tato knihovna
poskytuje, jsou divodem k vyuziti i této implementace v experimentech.

Dtlezitym rozhodnutim pri vyvoji experimentt bylo stanovit, zda v kazdé iteraci
(epose) aktivniho uc¢eni ma byt jiz trénovany model z predchozich epoch pouze
doucen na aktivnim ucenim vybranych vzorcich (teply start), anebo zda ma byt
model inicializovan na pocate¢ni stav a naucen na celé ozna¢ené mnoziné (studeny
zacatek). Pro experimenty byl zvolen druhy pristup, jelikoz bylo prokazano, ze teply
zacatek muze poskodit zobecniovaci schopnosti modelu [AA19].
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Experimenty

41 Vymezeni pojmu

Pro jednoznac¢nost nasledujiciho popisu experimentt bude potfeba explicitné vy-
mezit nékteré dalsi pojmy, které budou nyni definovany.

Epocha aktivniho uceni. Také AL epocha. Jedna obratka procesu aktivniho uceni.
Zahrnuje vybér vzorkd, oznaceni ordkulem a trénink modelu na vSech oznacenych
datech. Po tréninku je vyhodnocena presnost modelu.

Cyklus aktivniho uceni. Kone¢na posloupnost po sobé jdoucich epoch aktivniho
uceni. Po jeho skonceni je experiment dokoncen.

Krok aktivniho uceni. Poéet vzorka vybiranych v AL epose. Zaroven také rozdil
velikosti trénovacich datovych sad dvou po sobé jdoucich epoch aktivniho u¢eni. V
kazdé epose aktivniho uceni se mize lisit.

Ukoncovaci podminka. Podminka, kterd terminuje cyklus AL. Muze ji byt napfi-
klad pevny pocet epoch aktivniho uceni, presnost modelu nebo velikost oznac¢enych
dat. V ramci experimenta této prace je ukoncovaci podminkou vycerpani kroka AL.

Vzorkovaci krok. Okamzik, kdy jsou navzorkovany nékteré vlastnosti modelu —
napfiklad presnost na trénovaci/valida¢ni datové sadé nebo jiné metriky. V experi-
mentech je ¢as reprezentovan pravé vzorkovacim krokem, nebot se jedna o diskrétni
vzorkovani néjaké funkce (metriky) v zavislosti na case.

Trénovaci epocha. Epocha v bézném chépéni z pohledu strojového uceni. Jeden
pruchod tréninku modelu celou trénovaci datovou sadou. Trénink typicky sestava z
mnoha epoch. Béhem jedné epochy jsou (pti u¢eni neuronovych siti) trénovaci data
podavana po davkach.
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Predcasneé preruseni. Metoda zastaveni tréninku modelu predtim, nez dojde k
preuceni. Béhem tréninku je napf. sledovana jista metrika a po urcité dob¢, béhem
niz nedoslo ke zlepseni, je trénink zastaven. Anglicky early stopping.

V/ychodisko. Slovem vychodisko je v této praci prelozeno anglické ,baseline”. Jedna
se o zdkladni, ,nulovy*“ nebo také referenéni stav/experiment. V této praci to kon-
krétné jsou experimenty, na néz neni aplikovano aktivni uéeni, pripadné je apliko-
véna strategie ,ndhodného vzorkovéani®, ktera vybira vzorky k oznaceni ndhodné.

Nasledujici pseudokdd vyjadiuje zékladni algoritmus aktivniho u¢eni obsahujici
vyse definované pojmy:

AL cyklus:
pokud plati Ukoncovaci podminka: skonci.
AL epocha:
vyber podle AL strategie tolik vzorku, kolik je Krok AL
oznac vybrané vzorky
trénink modelu:
Trénovaci epocha:
opakuj do pokryti celé trénovaci sady:
natrénuj model na davce vzorki
navzorkuj metriky na trénovaci sadé
po nékolika davkach navzorkuj na evaluac¢ni sadé
pokud Predcasné prerusSeni uceni neukonci:
opakuj epochu
navzorkuj metriky na testovaci sadé
jdi na zacatek AL cyklu

4.2 Typy a cile experimentt

4.2.1 Experimenty vychodisek

Tyto experimenty popisuji chovani tréninku modelt bez aktivniho u¢eni. Model je
naucen na celé datové sadé. Ucelem pokust je najit graf zavislosti vybranych met-
rik modelu na ¢ase trénovani (vyjadreny vzorkovacim krokem). Vysledny graf tedy
vypovida o priibéhu uceni a slouzi jako vychodisko pro experimenty s aktivnim uce-
nim. Porovnanim vychodiska a aktivniho uceni dokazeme vyvodit nékteré zavéry
- zda je AL skutecné vybira vyhodné prvky (dosahuje podobné presnosti na mensi
datové sadé) atp.

Tyto experimenty jsou parametrizovany nasledujicimi hodnotami.
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4.2.2. Experimenty aktivniho uceni

« Velikost trénovacich davek: kolik vzorku vstupuje do uciciho algoritmu mo-
delu naréaz (angl. batch size). Trénovaci epocha spusti algoritmus tolikrat, ko-
lika je roven pomér velikosti celé datové sady k velikosti trénovacich davek.

« Pfedc¢asné preruseni: hodnota ano/ne, udédvé, zda ma byt pred¢asné preruseni
pouzito.

« Pocet trénovacich epoch: pokud neni pred¢asné ukonceni pouzito, udava cel-
kovy pocet trénovacich epoch.

« Pomér trénovaci sady k evaluaéni: uddva pomér v intervalu (0, 1) velikosti
trénovaci sady a sady evaluacni. Pivodni trénovaci sada je timto pomérem
rozdélena na skutecnou trénovaci sady a sadu vyhodnocovaci. Pokud datova
sada vsak obsahuje vlastni evalua¢ni podmnozinu, je vyuzita tato.

« ucdici koeficient (angl. learning rate): zakladni ucici koeficient pro linearni
planovac.

« Datova mnozina: kterou datovou mnozinu pouzit. Viz sekci 4.3.
+ Model a dalsi pro n¢j specifické hyperparametry: Viz sekci 4.4.

« Zarizeni: vybér, zda ma trénovani probihat na procesoru stroje, nebo na gra-
fické karte.

Tyto experimenty sleduji pribéh uc¢eni modelu s vyuzitim aktivniho uceni. Ve sku-
tecnosti se vsak jedna o vice modelt — kazda epocha AL produkuje naucené modely
stejného typu, pouze s riznou velikosti tréninkové datové sady. Pro kazdy z modelt
jsou vyhodnocovany metriky na tréninkové i validacni sadé. Zptisob tréninku mo-
delu zavisi na pouzité knihovné strategii AL. Nicméng¢, tyto experimenty miizeme
parametrizovat stejnymi hodnotami jako experimenty vychodisek, k nimz bude
treba pridat krok (pripadné kroky, viz dale) aktivniho uceni a konkrétni strategii.
Ukoncovaci podminka je bud oznaceni vsech prvkid datové sady, nebo vycerpani
kroku aktivniho uceni. Pocet kroki (AL epoch) a jejich velikost je urcena ,itera¢ni
strategii“, kterd maze byt zadana jako:

+ pocet AL epoch - kroky jsou pak ekvidistantni a tak veliké, aby v poctu epoch
pokryly celou sadu, nebo

« velikost kroku udana poc¢tem vzorkt nebo pomérem (procenty) k celkovému
poctu vzorkl — kroky jsou opét ekvidistantni a AL epoch je tolik, aby byla
pokryta cela sada, nebo
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4. Experimenty

« seznam velikosti kroki udanych obdobné jako vyse — epoch aktivniho uceni
je pravé tolik, jak dlouhy je seznam, a velikosti krokt odpovidaji poradi v
seznamu. Timto zplisobem nemusi byt pokryta cela sada.

Na rozdil od experimentt vychodisek mame po skonéeni celého AL cyklu k
dispozici mnoho vyhodnocenich na testovaci mnoziné (prave tolik, kolik bylo AL
epoch) amtizeme sledovat narust (¢i pokles) né¢jaké metriky mezi jednotlivymi nauce-
nymi modely. Cilem téchto experimentt je pak graficky znazornit metriky ziskané
na testovaci sadé vSech modelt v zavislosti na velikosti trénovaci sady. Porovna-
nim téchto vyslednych grafli experimentd s riznymi strategiemi aktivniho uceni je
mozné zjistit, ktera ze strategii funguje Iépe. Je didle mozné zkoumat a odhalovat za-
vislosti ostatnich parametrt experimentu v prostfedi aktivniho u¢eni. Porovnanim
s vychodiskem je také mozné odhalit prinos aktivniho u¢eni — hodnoty blizici se op-
timu vychodiska by se pfi aktivnim uceni mély v grafech objevit pri mensi velikosti
trénovaci sady. Naopak by aktivni u¢eni nemélo dosahovat vysledku lepsich, nebot
informace obsazena v celé sadé je stejna.

Dutlezité je zminit, ze v experimentech aktivniho uéeni ¢inime dkrok od real-
ného nasazeni. V praxije k dispozici pouze neoznacena mnozina dat, z niz AL vybira
prvky k oznaceni orakulem. V experimentech ale pouzivame jiz oznac¢ené celé da-
tové sady, nicméné modeltim sdélujeme spravny vysledek jen na jeji podmnoziné.
Doplnék této podmnoziny modelu predstavujeme jako neozna¢enou mnozinu, z
niz jsou prvky vybirany. Diky tomuto postupu mizeme simulovat realny proces,
aniz bychom potrebovali pri testovani skutecného anotatora a zvysovali cenu expe-
rimentt.

Experimenty je mozné provadét nad riznymi datovymi sadami. Sady se klasifikuji
podle typu problému, na ktery model pripravuje. Vzhledem k tématu prace skripty
podporuji pouze textové sady. Je mozné pouzit libovolné datové sady z databaze
sluzby HuggingFace zadanim presného nazvu sady v databazi. Nize popsané jsou
,o¢ekavané“ sady!.

Ceska sada na analyzu sentimentu, texty jsou komentate z internetovych
stranek Ceskoslovenské filmové databize. Komentare klasifikuje do tif tiid: pozi-
tivni, neutralni a negativni. Trénovaci ¢ast sady obsahuje pres 80 000 oznacenych
komentard. Tato sada se nenachazi v databazi HuggingFace a je dostupna v datech
projektu.

Ipro jiné neni chovani definovano
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4.4 Modely

Dalsi ceska sada, kterd obsahuje uryvky novinovych ¢lanka
z Sesti portalt. Datova sada obsahuje nékolik typt textd, které je mozné klasifiko-
vat (titulek, stru¢ny obsah, uryvek atd.), a také udaj o datu. Klasifikovat Ize v ramci
nekolika kategorii, jako napt. portél, pohlavi autort ¢i kategorii. V experimentech
model tridi dryvky ¢lankt do kategorii, kterych je 26. Trénovaci sada obsahuje pres
1 300 000 vzorkt. Drive ji bylo mozné stdhnout z databaze HuggingFace, z niz vsak
v pribéhu tvorby této prace byla odstranéna. Nyni se nachazi v datech projektu.

Tato sada obsahuje 24 000
ceskych (mezi nimi nékolik slovenskych) recenzi, které radi jako kladné, neutralni
nebo negativni - jedna se tedy opét o analyzu sentimentu. V databazi HuggingFace
je mozné sadu dohledat jako:

fewshot-goes-multilingual/cs_mall-product-reviews

Anglicka obdoba sady CSFD, komentéie pochazi z anglické internetové
databaze filma. Obsahuje 25 000 trénovacich i testovacich vzorkq, které tridi bud
jako pozitivni, nebo negativni (oproti CSFD nerozpoznava neutralni sentiment).
Sada je dostupna sluzbou HuggingFace — nazev je stejny, tedy imdb.

Anglicka sada cerpajici ze znalostni sady DBpedia, verze 2014.
DBpedia je strukturovana znalostni baze tvorena clanky z Wikipedii mnoha jazyka
[Leh+14; ZZL15]. Pouzitd datova sada je vynatkem ¢trnacti neprekryvajicich se
trid oznacujicich téma clanku. Ke kazdé tridé bylo vybrano 45 000 vzorkd pro
uceni nebo testovani a kazdy vzorek obsahuje titulek a abstrakt ¢lanku na Wikipedii.
Trénovaci sada ma celkem 560 000 vzorkd. Sada obsahuje pouze anglické texty
[ZZ1.15]. V databazi HuggingFace je mozné sadu najit pod ndzvem dbpedia_14.

Experimenty je mozné vést pro modely riznych ¢i podobnych architektur. Vyraz-
nym rysem také je, zda model rozumi konkrétnimu jazyku anebo zda je jazykove
nezavisly. Skripty experimentl umoznuji vybér ze Sesti modelli - ¢tyfi z nichz jsou
tzv. transformery. Tyto jsou popsany v nasledujicich dvou podsekcich. Skript je vsak
mozné spustit pro libovolny model z databaze sluzby HuggingFace zadanim upl-
ného nazvu modelu v databazi. Spravné chovani skriptu vsak pro jiné modely neni
zaruceno.

U modelti z HuggingFace lze pred spusténim experimentd urcit, zda se maji
nacist jiz predtrénované, anebo neinicializované. Ostatni modely se vytvari neinici-

alizované.
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V experimentech je mozné volit mezi ¢tyfmi modely zavislymi na jazyce. Dva z nich
vychazeji z architektury ELECTRA small. Modely ELECTRA jsou odvozeny od sou-
¢asné nejpouzivanéjsich modelt — transformert — konkr. ¢asti encoder. Tyto modely
jsou trénovany pristupem znamym jako GAN, volné prelozeno jako ,generativni
souperivé sité“, pri némz jsou trénovany dvé neuronové sité. V pripadé modelt
ELECTRA jsou jimi generator, model trénovany na uloze rekonstrukce maskova-
ného jazyka, a diskriminétor, jehoz tlohou je zjistit, které slova (tokeny) byla gene-
ratorem doplnéna. Proces uceni se vsak od typického GAN déle mirné 1isi [Cla+20].
Vysledkem ucenti je diskriminator, tedy model preduceny na rozeznéavani falesnych
(zaménénych, generatorem doplnénych) slov nebo tokend.

Zbylé dva modely jsou architekturou model RoOBERTa base, taktéz transformery.
RoBERTa je shodné s modelem BERT az na par zmén, kterymi jsou: delsi trénovéani
modelu na del$ich sekvencich, neni trénovana pro ukol predikce dalsi véty a dyna-
mické obmény masky pro tlohu maskovaného modelovani jazyka. Diky zménam
dosahuje lepsich vysledkd nez pavodni BERT [Liu+19]. V experimentech je mozné
volit mezi modelem z pivodniho ¢lanku [Liu+19] a RoBERTou nauc¢enou pouze na
Ceskych datovych sadach — model RobeCzech [Str+21].

Modely ELECTRA pristupné v experimentech jsou: model z ptivodniho ¢lanku
[Cla+20], predtrénovany na anglickém korpusu, a ¢esky model Small-E-Czech, tré-
novany na ceské datové sadé DaReCzech pro tlohu hodnoceni relevance textu, vy-
vinuty firmou Seznam.cz [Koc+21]. Ke véem ¢tyfem modeltim se pristupuje pres
rozsahlou databazi Huggingface Hub.

Pro validni experimentovani je tedy potreba testovat modely ELECTRA small
a RoBERTa base pouze na anglickych sadach. Model Small-E-Czech je teoreticky
také mozné testovat na sadach anglickych, jelikoz tento model vychazi z predtréno-
vaného ELECTRA small modelu, ale experimenty jsou priméarné urceny pro ceské
sady. Model RobeCzech by mél byt zkouman na ¢eskych sadach.

Z modell nezéavislych na jazyku je mozné pouzit ,Embedding Averaging“ nebo
také ,Mean“ model primo zakddovany ve skriptech experimentd nad frameworkem
PyTorch. Tento jednoduchy model pocita praméry vektort vnoreni slov (angl. word
embedding) a praméry transformuje skrytou linedrni vrstvou s aktiva¢ni funkci
ReLU a vystupni linedrni vrstvou. Béhem uceni (a pti Monte-Carlo vzorkovani) je
také pouzit tzv. dropout, strategie pro zlepseni vysledki ,vynechdvanim® nékterych
neuront. Pravdépodobnost vynechani je parametrizovatelna.

Tento model primarné slouzi jako kontrast chytrejsich modeld dostupnych v
experimentech pro srovnani prinosu aktivniho uceni mezi modernéj$imi pristupy
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4.4.3. Trénink

v NLP a primitivnimi.

Model je mozné parametrizovat nasledujicimi hodnotami:

« velikost vnoreni slov: dimenze vektort vnoreni slov,

« pravdépodobnost vynechani: s jakou pravdépodobnosti dropout vrstvy vyne-
chaji urcity neuron,

Dal$im modelem nezavislym na jazyku, ktery je v experimentech mozné pouzit,
je tzv. ,ndhodny les“ (Random forest). Tento model agreguje nékolik rozhodova-
cich stromt (v experimentech 200), které ndhodné nauci na vstupni sadé dat. Trida
vzorku pri inferenci je rozhodnuta na zakladé vystupu kazdého stromu. Zptisobd,
jak ndhodné ucit stromy a jak zvazit rozhodnuti stromd pri predikci, je nékolik;
v experimentech je pouzita implementace knihovny scikit-learn [Ped+11]. Uceni
stromd probihd tzv. bootstrapovanim (vybérem s opakovanim) z mnoziny vSech
trénovacich vzorkl a rozhodnuti o tfidé inferovaného vzorku odpovida primeéru
vystupll ze stromi lesa. Model primarné slouzi k porovnani vysledkt aktivniho
uceni mezi neuronovymi sitémi a modelem zcela odlisné architektury. K extrakci
priznak z textu je pouzita metoda TF-IDF.

K uceni modeld se v experimentech vyuziva primarné dvou pristupd pro modely
Mean a transformery (dale torch modely) a dvou pro ndhodny les. Konkrétni pouzity
pristup je dan typem experimentu nebo volbou strategie aktivniho uceni. Experi-
menty vychodisek u¢i torch modely pomoci Trainer API sluzby HuggingFace. Jedna
se 0 vysoce parametrizovatelny modul usnadnujici u¢eni model — hlavné trans-
formerdq, ale funguje i pro modely frameworku PyTorch, nebot jej HuggingFace
transformery také vyuzivaji.

V experimentech aktivniho uceni zalezi na volb¢ aktivni strategie a typu modelu.
Knihovna modAL (viz sekci 3.7) neposkytuje z pohledu autora této prace vyhovujici
podporu pro torch modely — uc¢eni modelu je tedy prenechano opét Trainer APL
Modely frameworku Scikit-learn vsak podporovany jsou, ndhodné lesy pouzité
v téchto experimentech se strategiemi knihovny modAL jsou uceny prostredky
této knihovny. Na druhé strané knihovna Small-Text podporuje Scikit-learn i torch
modely, a tak je uceni ponechiano implementaci v knihovné.

Torch modely jsou uceny s optimizatorem AdamW a linedrnim planovacem s
pocate¢nim uéicim koeficientem 2 - 107>,
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Zkoumané experimenty aktivniho uceni zahrnuji z vyse popsanych modela trans-
formery (Small-E-Czech, RoBeCzech, ELECTRA small, RoBERTa base) a ndhodné
lesy. Mean modely nebyly zahrnuty, jelikoz v soucasnosti neni jejich architektura
obvykl4. Z datovych sad byly vybrany IMDB, CSFD, recenze na Mall.cz a DBpedia
Ontology. Jazykové zavislé modely — tedy vSechny transformery — byly trénovany
jen na sadach ,svého* jazyka (CSFD a recenze / IMDB a DBpedia) a ndhodné lesy
na vsech ¢tyrech. Ze strategii byl vybran vzorek dostupnych z pouzitych knihoven
(viz sekci 3.7) s ohledem na rozsireni, pokrocilost a zastoupeni raznych kategorii
popsanych v kapitole 3. Z knihovny modAL byly zkoumany strategie vzorkovani
na zékladé entropie a nejvétsiho rozdilu (pod klicovymi slovy entropy a margin)
a hodnocené davkové vzorkovani (unc_batch odvozené z Uncertainty Batch sam-
pling, jak se metoda v knihovné nazyva). Tyto strategie jsou testovany pouze na
nahodnych lesich (viz déle). Vybér z knihovny Small-Text zahrnuje vybér vzorku za-
stupujici mnozinou (greedy_coreset), strategie BADGE a BALD, diskriminativni
aktivni u¢eni (discriminative) a znovu entropii pro transformer modely. Jako vy-
chodisko byla pridana také strategie ndhodného vzorkovani (random), ktera vybira
prvky k oznaceni nahodné.

Nekteré strategie navic pozaduji od modelt zvlastni vlastnosti — z pouzitych to
jsou bayesovské aktivni uc¢eni (BALD; vyzaduje Monte Carlo vynechavani), vybér
vzorkl zastupujici mnozinou a davkové aktivni uceni diverznimi gradientnimi vno-
renimi (BADGE; posledni dvé strategie vyzaduji vektorovou reprezentaci z posledni
vrstvy neuronové sité). Témito vlastnostmi v§ak ndhodné lesy neoplyvaji a proto
pro né nebyly méreny. Misto nich jsou vSak testovany vybrané strategie knihovny
modAL.

U strategie diskriminativniho aktivniho uceni byl za diskriminator volen stejny
model jako cilovy. Lisi se pouze poc¢tem tfid (vzhledem k povaze dlohy dvé) a tré-
ninkem na 150 epoch bez predcasného preruseni — aby vétSinu ¢asu experimentu
nespotteboval jeho trénink.

Nékteré parametry experimentti jsou nastaveny pro vsechny stejné: predc¢asné
preruseni je zapnuto, transformery se vytvareji predtrénované a pomér trénovaci
sady k validacni je 90 % — az na sadu Recenzi produkt Mall.cz, jez poskytuje vlastni
validaéni prvky. Velikosti trénovacich davek (angl. batch sizes) zavisi na velikosti
modelu - u transformert typu ELECTRA je nastavena na 40 a pro RoBERTy na
10 vzorkd. Transformery jsou vzdy trénovany s vyuzitim GPU, zatimco nahodné
lesy jsou u¢eny pouze na procesorech. Itera¢ni strategie se v priabéhu zavadéni ex-
periment ménila. Zpocatku byl pocet epoch aktivniho u¢eni nastaven na 48 s ekvi-
distantnim krokem AL. Pozdé¢ji pro lepsi navzorkovani kritické ¢asti — na malych
velikostech poc¢tu vzorki — byla uplatnéna strategie vzorkovani po 1 % sady ve 12
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4.6. Zaznamenané potize

krocich, dalsich 6 krokti po 5 % a posledni tfi kroky po 10 %. Celkové navzorkovani
pozdéjsich experimentd je tedy 72 % trénovaci sady.

Experimenty byly na metacentru spoustény dvojim zpasobem: cely trénink a
aktivni uceni v jedné uloze, nebo pres nékolik dloh, kde kazda zahrnuje trénink na
jiz oznacenych datech, evaluaci modelu a vybér dalsich vzorkd. Ve druhém zptsobu
je pocet uloh roven poctu krokt aktivniho uceni. VSechny experimenty s itera¢ni
strategii 48 ekvidistantnich krokt a nékolik experimentt s druhou popsanou iter.
strategii byly spustény prvnim zpisobem, zbytek experimenta (vSechny s druhou
iteracni strategii) druhym zptisobem.

Vysledna data byla nahrana do systému Weights and Biases, pomoci néjz byly
vygenerovany vysledné grafy experimentt.

Béhem vyvoje experimentl nastaly nékteré komplikace, jez neni mozné nebo je
nepraktické osetrit.

Prvni opakujici se komplikaci je chyba pripojeni ke sluzbé Weights and Biases,
kvili niz experiment selzZe jiz na zacatku. Tato chyba vsak nenastava ve vétsiné pri-
padul a neobjevuje se konzistentné s nastavenim experimentti — problém se nachazi v
piipojeni stroje k siti. Resenim miize byt opakované spusténi experimentu, vypnuti
sluzby (resp. prepnuti do offline rezimu — experimenty je pak tfeba synchronizovat
prikazem manudlné) nebo spousténi na strojich s dobrym pripojenim. V rtiznych
fazich spousténi experimentt byla volena vSechna reseni.

Experimenty transformera nékdy pred¢asné konci kvili nedostate¢né paméti
grafické karty — zejm. modely RoBERTa a RoBeCzech. K vyreseni problému mtize
dopomoct mensi velikost davky pri tréninku, tento pristup vsak neprinesl vysledky
vzdy?. Jiné feseni miize tkvét v lepsi grafické karté — a jelikoZ se experimenty po-
¢itaji v gridovém prostredi metacentra, mé smysl se timto resenim zabyvat. Pred
zarazenim ulohy do cekaci fronty je mozné zazadat o specificky cluster (skupina
stroji s podobnymi vlastnostmi) a lze tedy pozadovat, aby byla diloha spusténa na
vykonnéjsim stroji. Toto vSak prinasi dalsi komplikace: vykonné stroje jsou casto
obsazené a fronty na né dlouhé - ke spusténi ilohy mtize dojit i za nékolik dni.

Omezujicim faktorem je také limit doby béhu dlohy na metacentru pro GPU
uzly. Ulohy mohou zadat nejvyse o 24 hodin béhu. Pro nékteré vypocetné narocnéjsi
strategie aktivniho uceni vsak jeden den neni dostacujici a tiloha je ze systému odstra-
néna pred navzorkovanim vsech krokt AL. Tento problém c¢aste¢né resi spousténi
jednoho experimentu ve vice tlohach (viz posledni odstavec sekce 4.5).

2pro RoBERTa modely byla testovana dévka jen o 5 vzorcich — chyba vsak stale pretrvavala.
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4. Experimenty

Znepifjemnujici komplikaci bylo odstranéni datové sady Ceské novinové ¢lanky
z databaze HuggingFace. Misto ni byla vybrana nova datova sada — Recenze pro-
duktd Mall.cz. Sadu novinovych ¢lanki se autorovi této prace pozdéji podarilo
obnovit, do experimentl vsak opét zahrnuta nebyla.
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Vysledky a Diskuze

b.1 Grafy

Vysledné grafy byly vygenerovany pomoci sluzby Weights & Biases. Krivky byly
vyhlazeny exponencidlnim klouzavym priameérem s faktorem « = 0, 4. Grafy casto
zobrazuji pouze ¢ast navzorkovanych dat z dtivodu prehlednosti a lepsi ¢itelnosti.
Rozsah ¢asti grafu byl volen tak, aby zbytek celkového grafu odpovidal poslednim né-
kolika vzorkim (tj. neprilis se od nich ménil). Dilezité je také poznamenat, ze svisla
osa (znazornujici presnost modelu) nezacina v nule ze stejného divodu — ¢itelnosti.
Rozsah osy je volen tak, aby na zvolené casti grafu obsahl v§echny navzorkované
presnosti. U této osy je vsak déle dilezité zamérit se i na rozptyl hodnot. Podobné
plati i u vodorovné osy (velikost trénovaci sady), jelikoz kazda datova sada obsahuje
rozdilny pocet dat a tedy i experimenty maji rozdilny krok aktivniho uceni.

Grafy zobrazuji sttedni hodnotu (lomena ¢ara) a smérodatnou chybu (polopri-
hledna oblast) z vice realizaci shodnych experiment.

Grafy se nachazeji v priloze A. Interaktivni grafy je mozné zobrazit ve webo-
vém rozhrani sluzby Weights and Biases jak pro experimenty vychodisek!, tak pro

experimenty aktivniho uceni?.

H.2 Diskuze

Priloha A predklada grafy, které poskytuji informace, z nichz mizeme vyvodit né-
které zavéry.

5.2.1 Vypocetni slozitost nékterych strategii

Jednim z fenoménd, jez je mozné na grafech experimenti vychodisek odhalit, jsou
krivky navzorkované na méné velikostech trénovaci sady oproti zbytku krivek
v grafu. Nejvice konzistentné se takto chovaji strategie hodnoceného davkového

Thttps://api.wandb.ai/links/jamlady/2871w8u7
2https://api.wandb.ai/links/jamlady/rzr1w66v
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5. Vysledky a Diskuze

vzorkovani (unc_batch, ¢ervené) a diskriminativni aktivni uéeni (discriminative,
$edé). Toto chovani vsak neni neocekéavané, jelikoz prostredni metacentra umoznuje
maximalni dobu tlohy jeden den a obé metody jsou vypocetné naro¢né — hodnocené
davkové vzorkovani v kazdém dotazovani porovnava vsechny vzorky v neoznacené
mnoziné a diskriminativni u¢eni trénuje cely model (shodny s vyslednym). Z posled-
niho odstavce sekce 4.5 plyne, Ze pouze pro trénink modelu a vybér dalsich vzorka
k oznaceni je potreba vice nez den vypocetniho casu, nikoliv pro cely proces. Tento
poznatek dale dotvari predstavu o slozitosti téchto strategii. Pii detailnéj$im po-
hledu na strategii diskrimintaivniho uceni Ize vypozorovat, ze vypocetni narocnost
(ve smyslu poc¢tu navzorkovanych kroka AL) je vys$si pro vétsi modely (RoBERTa,
RoBeCzech) a vétsi datové sady (DBpedia, CSED). V nékterych piipadech dokonce
ani nedoslo na dokonceni prvniho vybéru (RoBeCzech — CSFD, RoBERTa — DBpe-
dia), zatimco na mensich modelech a sadach (napt. Electra — IMDB) staci pokryt
skoro cely zobrazeny rozsah. Obdobny jev lze pozorovat také u strategie hodnoce-
ného davkového vzorkovani, v ramci experimentd ji 1ze vSak porovnavat pouze na
rtiznych sadach, jelikoz model je neménny.

Diskriminativni aktivni u¢eni navic témér nikdy na navzorkovaném rozsahu
neprekona jiné strategie. V nékterych pripadech je porovnatelna s ndhodnym vzor-
kovanim a v jinych horsi. Tyto zavéry vSak neni mozné obecné aplikovat na tuto
strategii, nebot jeji chovani muze vyrazné ovliviovat volba diskriminatoru. Strate-
gie hodnoceného davkového vzorkovani vétsinou poskytuje lepsi vysledky oproti
ndhodnému vzorkovani, neprekonava vsak jiné strategie.

V nékterych grafech vykazuje ,neupocitatelnou” narocnost také strategie zastu-
pujici mnozinou (greedy_coreset, tmavé modra), v pripadé experimentu Electra
- DBpedia navic tato strategie nebyla z diivodu citelnosti zahrnuta do grafu. Ne-
upocitatelné jsou pak témér vsechny strategie v pripadé experimentu RoBERTa -
DBpedia, a to i pfi prvnim dotazovéani. Lze se domnivat, zZe pri¢inou je velikost
modelu i sady.

V dal$im se zamérme na celkovy prinos aktivniho uceni. Aktivni uceni se napric
vsemi datovymi sadami a modely chova nekonzistentné; napf. v nékterych pripa-
dech prekonava ndhodné vzorkovani, jinde nelze o prinosu rozhodnout. Je tedy
potreba ucinit rozbor mensich skupin. Experimenty roz¢lenme podle datovych sad;
budeme tak schopni rozlisovat ic¢innost pro riizné modely ve stejném prostoru dat.

Sada DBpedia Ontology je nejvétsi pouzitou sadou v experimentech. V pri-
padé malého transformer modelu Electra poskytuje aktivni uceni nestalé vysledky,
zejména strategie entropie, jejiz nestalost 1ze vypozorovat i u zbylych dvou modelt
a také v dalsich grafech. Strategie BALD (zelené) a BADGE (zluté) jsou mnohem kon-
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5.2.2. Prinos aktivniho uceni

zistentnéjsi, avsak nedosahuji takovych presnosti jako ndhodné vzorkovani, které
je navic jesté stabilnéjsi nez BALD. U modelu RoBERTa neni mozné kriticky zva-
zit prinos aktivniho uceni, jelikoz skoro vSechny strategie AL trvaly prilis dlouhou
dobu. U nahodného lesa na nékolika prvnich krocich AL neni mozné rozhodnout
o uspésnosti, po nékolika krocich je vsak stabilné nejprinosnéjsi strategie zalozena
na nejvétsim rozdilu. Pro tento model je aktivni ué¢eni prinosné. Vsechny modely
se vsak znac¢né blizi presnostem svych experimentd vychodisek i na zobrazenych
poctech anotovanych vzorkd, které dosahuji zlomku celého rozsahu datové sady.

U malé datové sady IMDB ve vsech pripadech krivky strategii prevysuji nahodné
vzorkovani, je vSak vhodné zamérit se na dalsi ikazy. U modelu Electra jsou rozdily
mezi strategiemi patrné jiz po malo krocich (s ohledem na smérodatnou chybu). Graf
v$ak zachycuje pomérné uzky pas hodnot presnosti oproti jinym, absolutni rozdil
mezi kfivkami tedy neni tolik markantni. Model RoBERTa je omezen jesté uzsim
rozsahem presnosti, avsak aktivni uceni na ném modelu spéje. Modely se presnosti
pohybuji u maxim experimenti vychodisek zhruba v poloviné datové sady (nejsou
horsi o vice nez 2 % na presnosti).

Sada recenzi produktii na Mall.cz je obdobné velika jako sada IMDB, narozdil od
ni vSak tfidi vzorky do tfi kategorii. Vliv aktivniho u¢eni na model Small-E-Czech
u této sady nelze kvili velikostem smérodatnych chyb diskutovat. Na poslednich
zobrazenych velikostech oznacené sady ndhodné vzorkovani dokonce poskytuje
lepsi vysledky. U modelu RoBeCzech zhruba po 4000 oznacenych vzorcich mirné
prekonava nahodné vzorkovani strategie BALD, rozdily vsak po 9000 oznacenych
vzorcich mizi. Oproti predchozim dvéma sadam transformer modely na zobraze-
ném rozsahu (zhruba polovina sady) nedosahuji tak dobrych vysledkt v porovnani
s experimenty vychodisek. Lisi se az 0 4 % v presnosti.

U datové sady CSFD je piinos AL poznatelny u véech modeld. Pro model Small-
E-Czech je zprvu prinosnéjsi ndhodné vzorkovani, avSak po oznaceni asi 7000
vzorkil dosahuje vyssich presnosti strategie BADGE, od 16000 oznacenych prevysuji
ndhodné vzorkovani také ostatni strategie. Model RoBeCzech tézi z aktivniho ucéeni
podobné jako Small-E-Czech, lepsi presnosti jsou vSak u AL (strategie BALD) pozo-
rovatelné drive. U obou modeld se u pozdéjsich velikosti oznac¢ené sady ndhodné
vzorkovani s ostatnimi strategiemi setkavaji. Grafy transformer modelt objimaji
zhruba tretinu velikosti datové sady, niz se oproti maximu z experimentt vycho-
disek lisi az o 6 %. Model ndhodny les v této skoro tretiné diky aktivnimu uceni
dosahuje presnosti pouze o0 0,5 % horsi, bez néj (ndhodné vzorkovani) az o 3 %.

Déle se mizeme zamérit na jednotlivé strategie pouzité pro modely typu trans-
former (vzhledem k tématu prace). Strategie zaloZzend na zastupujici mnoziné je
kazdém experimentu prevysena ostatnimi strategiemi, podobné jako diskrimina-
tivni aktivni u¢eni popsané v minulé podsekci. Zbylé tti strategie - BADGE, BALD a
zalozend na entropii — se v riznych experimentech chovaji rizné. BALD a entropie
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5. Vysledky a Diskuze

dokazi ndhodné vzorkovani znatelné prevysit (RoOBERTa - IMDB, Small-E-Czech -
CSFD, RoBeCzech - obé sady), ale také podhodnotit (Small-E-Czech - Mall reviews).
U strategie BADGE je mozné pozorovat obdobné s tim rozdilem, Ze se zda vice drzet
podobnych hodnot jako nahodné vzorkovani a tedy netspéch této strategie neni
tolik penalizujici jako u predchozich strategii (Small-E-Czech - obé sady, Electra —
IMDB).

Z graft a diskuze vyplyva, ze uspéch aktivniho uceni silné zavisi na datové sad¢ a
modelu. Nejvétsiho tspéchu dosahuje pro model ndhodného lesa, avsak toto neni
pro cile prace vyznamné a pouze potvrzuje, Ze aktivni u¢eni mtze byt prinosné.

Nejprinosnéjsim zavérem z diskuze by byla odpovéd na otazku: kterou strategii
aktivniho uceni volit pri trénovani modelu? Tato odpovéd vsak z experimentti ne-
plyne, ba dokonce nedokazeme ani odpovédét, zda je aktivni uceni viibec vhodné
pouzit. To silné zavisi na kontextu uceni — zejména na zminéné sadé a modelu.
Nejen v tomto ohledu je potreba dalsiho vyzkumu efektivity aktivniho uceni. Z
vysledka této studie tedy nelze vyvodit presny postup k volbé pouziti aktivniho
uceni. Pokud obstarani anotaci dat neni prili§ ndkladné, nejvhodnéjsim zptisobem
se zda byt nepouziti aktivniho uceni, tj. anotovat v§echna trénovaci data, nebo jejich
podmnozinu a simulovat tak ndhodné vzorkovéani. Cena za anotace tak mutize byt
(logicky) vyssi nez pri pouziti ndhodného vzorkovéani v paradigmatu AL (inkremen-
talni pridavani anotaci do ukonc¢ovaci podminky — napf. pozadovand presnost), ta
ale mize byt prevazena cenou za ¢as a prostredky k uceni modelu, nebot aktivni
uceni trénuje mnoho modelt (poc¢et AL epoch). Diky porovnavani s experimenty
vychodisek také mtizeme vyvodit, Ze vyhodné mize byt pouziti ndhodného vzor-
kovani v paradigmatu aktivniho uceni s hrubym krokem AL (dotazovani mnoha
vzorku v kazdé epose), jelikoz se v experimentech modely na nékterych sadach do-
kazaly naucit klasifikovat obstojné. Vyhodou tohoto pristupu je moznost ukonceni
pred oznacenim celé mnoziny a potlac¢eni uceni tolika modelt (s vétsim krokem AL
je trénovano méné model®). Také je mozné pouzit i jiné strategie s hrubym krokem,
jejich prinos oproti ndhodnému vzorkovani by vsak potieboval Iépe provérit, jelikoz
experimenty této prace testovaly mensi pocty dotazovanych vzork?.

V pripad¢, v némz je znamo, Ze cena vsech anotaci prevysuje cenu u¢eni mnoha
modelli, ma jiz jisté smysl uvazovat o rozsahlejsim aktivnim uceni. Volba strategie
vsak tak jednoznacna neni. Z vysledkl experimentt této prace vyplyvd, ze vhod-
nymi kandidaty mohou byt ndhodné vzorkovani, jelikoz dotazovani neni vypocetné
naro¢né a v pripadech, kdy jej prevysuji ostatni strategie, nezaostava o vice nez 2
% v presnosti a také dokaze byt stabilnéjsi. Dale se nabizi strategie zalozena na ent-
ropii, kterd také neni narocn4, ale hrozi horsimi vysledky. Podobné se chovaji také
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5.2.3. Zhodnoceni

strategie BADGE nebo BALD, ty ale spotrebuji mnohem vice vypocetnich zdrojt.
Strategie zaloZena na nejvétsim rozdilu by zasluhovala 1épe provérit, jelikoz u mo-
delu ndhodného lesa témér nikdy nepodhodnotila strategii zaloZenou na entropii.
Dal$im zajimavym pristupem muze byt kombinace existujicich strategii (napt. rizné
¢asti z nové dotazovanych vzork vybrat jinou strategii), avSak zadna takova studie
se nedostala do autorova povédomi.

33






Ukolem této bakalatské prace bylo prozkoumat existujici metody aktivniho uceni
zejm. pro moderni modely pouzivané ve strojovém uceni se zamérenim na zpraco-
vani prirozeného jazyka, vybrané metody otestovat na modelech, zmérit jejich uspés-
nost oproti ndhodnému vybéru vzork pomoci automatizovanych experimentd a
kriticky jejich vysledky zhodnotit.

Prvni kapitola prace po uvodu pojednava o souvisejicich pracich a studiich s
touto bakalarskou praci. Kapitola druha uvadi problematiku aktivniho uceni a mo-
tivace pro n¢j. Nasledné uvadi taxonomii metod pouzivanych v aktivnim uceni k
obdrzenivzorkd, tzv. strategii aktivniho uceni, podlozenou literaturou a v ramci této
taxonomie predstavuje nékteré existujici strategie — od ptivodnich az po nejmoder-
n¢js$i zamérené na neuronové sité. Nasledujici kapitola pojednava o experimentech
v ramci prace — typy experimentd, dostupné datové sady a modely umélé inteli-
gence a konkrétni navrh samotnych experimentd. V dalsi kapitole byly predstaveny
vysledky experimentl ve formé pozadovanych graft.

Experimenty odhalily nekonzistentnost jednotlivych vybranych strategii aktiv-
niho uceni - strategie vykazuji odli$né chovani pro rtizné modely a datové sady. V
nékterych pripadech poskytuje nahodné vzorkovani lepsi vysledky nez jiné strategie,
v jinych naopak. Divody neuspéchi strategii aktivniho uceni v této praci nebyly
konstatovany, avsak existuji studie zabyvajici se timto tématem. Porovnani mezi
dvéma typy predstavenych experimenta ale prineslo dilezité poznani. Ve vsech pri-
padech byly zkoumané modely schopny dosdhnout podobné presnosti pfi uceni
na casti datové sady jako pri uceni na celé. Pomér velikosti césti sady a velikosti
celé sady a také rozdil v presnosti ziskané na dané ¢asti s presnosti na celé sadé je
proménlivy podle datové sady, modelu a zvolené strategie, i presto nejvétsi zjistény
rozdil presnosti ¢ini 6 % se zhruba tretinou datové sady.
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Grafy experimentti ﬂ

A.0.1 Experimenty aktivniho uceni
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A. Grafy experimentii

ELECTRA DBpedia_14

— smalltext:entropy = smalltext:bald = smalltext:greedy_coreset = smalltext:discriminative = smalltext:random

0.8

velikost trénovaci sady

10k 20k 30k 40k

(a) Sada DBpedia Ontology

ELECTRAIMDB
= smalltext:entropy smalltext:badge == smalltext:greedy_coreset = smalltext:discriminative =" smalltext:random = smalltext:bald

velikost trénovaci sady

2k 4k 6k 8k 10k 12k

(b) Sada IMDB

Obrazek A.1: Pfinos aktivniho uéeni modelu Electra-Small
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A.0.1. Experimenty aktivniho uceni

RoBERTa DBpedia_14

smalltext:badge = smalltext:entropy = smalltext:random = smalltext:greedy_coreset = smalltext:bald = smalltext:discriminative

velikost trénovaci sady

5k 10k 15k 20k 25k 30k 35k

(a) Sada DBpedia Ontology

RoBERTa IMDB
smalltext:badge = smalltext:greedy coreset = smalltext:bald *~ smalltext:random — smalltext:discriminative = smalltext:entropy

velikost trénovaci sady

2k 4k 6k 8k 10k 12k

(b) Sada IMDB

Obrazek A.2: Pfinos aktivniho ué¢eni modelu RoBERTa-Base
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A. Grafy experimentii

Random Forest DBpedia_14

— modal:unc_batch = modal:entropy = modal:margin ** modal:random — smalltext:discriminative

velikost trénovaci sady

20k 40k 60k 80k

(a) Sada DBpedia Ontology

Random Forest IMDB
= modal:unc_batch = smalltext:discriminative == modal:margin ** modal:random == modal:entropy

velikost trénovaci sady

5k 10k 15k

(b) Sada IMDB

Obrazek A.3: Prinos aktivniho uceni modelu Nahodny les na anglickych sadach
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A.0.1. Experimenty aktivniho uceni

Small-E-Czech Mall Reviews
— smalltext:discriminative = smalltext:greedy_coreset — smalltext:badge = smalltext:bald - smalltext:random = smalltext:entropy

velikost trénovaci sady

2k 4k 6k 8k 10k 12k

(a) Sada Mall.cz recenze

Small-E-Czech CSFD
— smalltext:discriminative ** smalltext:random = smalltext:badge = smalltext:entropy = smalltext:greedy_coreset = smalltext:bald

velikost trénovaci sady

5k 10k 15k 20k 25k

(b) Sada CSFD

Obrazek A.4: Pfinos aktivniho uéeni modelu Small-E-Czech
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A. Grafy experimentii

RoBeCzech Mall Reviews
— smalltext:entropy = smalltext:discriminative = smalltext:bald *+ smalltext:random — smalltext:badge = smalltext:greedy_coreset

0.7

velikost trénovaci sady

2k 4k 6k 8k 10k 12k

(a) Sada Mall.cz recenze

RoBeCzech CSFD
= smalltext:entropy = smalltext:greedy_coreset " smalltext:random smalltext:badge == smalltext:bald = smalltext:discriminative

0.7

velikost trénovaci sady

5k 10k 15k 20k 25k

(b) Sada CSFD

Obrazek A.5: Pfinos aktivniho uéeni modelu RoBeCzech
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A.0.1. Experimenty aktivniho uceni

Random Forest Mall Reviews
— smalltext:discriminative = modal:margin = modal:unc_batch ** modal:random = modal:entropy

velikost trénovaci sady

5k 10k 15k 20k

(a) Sada Mall.cz recenze

Random Forest CSFD
= modal:unc_batch = smalltext:discriminative == modal:margin ** modal:random == modal:entropy

velikost trénovaci sady

5k 10k 15k 20k 25k 30k

(b) Sada CSFD

Obrazek A.6: Prinos aktivniho u¢eni modelu Nahodny les na ¢eskych sadach
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A. Grafy experimentii

A.0.2 Experimenty vychodisek

Transformery Mall Reviews

= robeczech = small-e-czech
0.75
0.7
0.65
0.6
0.55
0.5
Vzorkovaci krok
5k 10k 15k

(a) Sada Mall.cz recenze

Transformery CSFD
= robeczech == small-e-czech

Vzorkovaci krok
5k 10k 15k 20k 25k 30k

(b) Sada CSFD

Obrazek A.7: Priibéh uceni transformer modelt na ¢eskych datovych sadach
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A.0.2. Experimenty vychodisek

Transformery DBpedia_14
— roberta-base — 1

0.985

098 |
|
0.975
Vzorkovaci krok
20k 40k 60k
(a) Sada DBpedia Ontology
Transformery IMDB
= roberta-base
0.95
0.9
0.85
0.8

Vzorkovaci krok

2k 4k 6k 8k 10k

(b) Sada IMDB

Obrazek A.8: Pribéh uceni transformer modelt na anglickych datovych sadach
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A. Grafy experimentii

Nahodné lesy

Obrazek A.9: Presnost modelu Nahodny les na vSech datovych sadach

46



[Agg+14] AGGARWAL, C,; KONG, X,; GU, Q.; HAN, J.; YU, P. Active Learning: A
Survey. Data Classification: Algorithms and Applications. 2014. Dostupné
také z: http://charuaggarwal .net/active-survey.pdf.

[AA19] ASH, Jordan T.; ADAMS, Ryan P. On the Difficulty of Warm-Starting
Neural Network Training. CoRR. 2019, roc. abs/1910.08475. Dostupné
z arXiv: 1910.08475.

[Ash+19]  ASH,Jordan T.; ZHANG, Chicheng; KRISHNAMURTHY, Akshay; LAN-
GFORD, John; AGARWAL, Alekh. Deep Batch Active Learning by Di-
verse, Uncertain Gradient Lower Bounds. CoRR. 2019, ro¢. abs/1906.03671.
Dostupné z arXiv: 1906.03671.

[Car+17] CARDOSO, Thiago N.C.; SILVA, Rodrigo M.; CANUTO, Sérgio; MORO,
Mirella M.; GONCALVES, Marcos A. Ranked batch-mode active lear-
ning. Information Sciences. 2017, ro¢. 379, s. 313-337. 1ssN 0020-0255.
Dostupné z por: https://doi.org/10.1016/j.ins.2016.10.037.

[Cla+20]  CLARK, Kevin; LUONG, Minh-Thang; LE, Quoc V.; MANNING, Chris-
topher D. ELECTRA: Pre-training Text Encoders as Discriminators
Rather Than Generators. CoRR. 2020, ro¢. abs/2003.10555. Dostupné
z arXiv: 2003.10555.

[DD22] D’ARCY, Mike; DOWNEY, Doug. Limitations of Active Learning With
Deep Transformer Language Models. 2022. Dostupné také z: https : //
openreview.net/forum?id=Q80jAGkxwP5.

[DH18] DANKA, Tivadar; HORVATH, Péter. modAL: A modular active learning
framework for Python. CoRR. 2018, roc. abs/1805.00979. Dostupné z
arXiv: 1805.00979.

[Gal16] GAL, Yarin. Uncertainty in Deep Learning. 2016. Dis. pr. University of
Cambridge.

[GG15] GAL, Yarin, GHAHRAMANI, Zoubin. Bayesian convolutional neural
networks with Bernoulli approximate variational inference. arXiv pre-
print arXiv:1506.02158. 2015.

47


http://charuaggarwal.net/active-survey.pdf
https://arxiv.org/abs/1910.08475
https://arxiv.org/abs/1906.03671
https://doi.org/https://doi.org/10.1016/j.ins.2016.10.037
https://arxiv.org/abs/2003.10555
https://openreview.net/forum?id=Q8OjAGkxwP5
https://openreview.net/forum?id=Q8OjAGkxwP5
https://arxiv.org/abs/1805.00979

Bibliografie

[GIG17]  GAL, Yarin; ISLAM, Riashat; GHAHRAMANI, Zoubin. Deep Bayesian
Active Learning with Image Data. CoRR. 2017, ro¢. abs/1703.02910.
Dostupné z arXiv: 1703.02910.

[GS19] GISSIN, Daniel; SHALEV-SHWARTZ, Shai. Discriminative Active Lear-
ning. CoRR. 2019, ro¢. abs/1907.06347. Dostupné z arXiv: 1907.06347.

[Hou+11] HOULSBY, Neil; HUSZAR, Ferenc; GHAHRAMANI, Zoubin; LENGYEL,
Maté. Bayesian active learning for classification and preference learning.
arXiv preprint arXiv:1112.5745. 2011.

[Kar+21] KARAMCHET], Siddharth; KRISHNA, Ranjay; FEI-FEI, Li; MANNING,
Christopher D. Mind Your Outliers! Investigating the Negative Impact
of Outliers on Active Learning for Visual Question Answering. CoRR.
2021, ro¢. abs/2107.02331. Dostupné z arXiv: 2107.02331.

[KAG19] KIRSCH, Andreas; AMERSFOORT, Joost van; GAL, Yarin. BatchBALD:
Efficient and Diverse Batch Acquisition for Deep Bayesian Active Lear-
ning. CoRR. 2019, ro¢. abs/1906.08158. Dostupné z arXiv: 1906.08158.

[Koc+21]  KOCIAN, Matej; NAPLAVA, Jakub; STANCL, Daniel; KADLEC, Vladi-
mir. Siamese BERT-based Model for Web Search Relevance Ranking
Evaluated on a New Czech Dataset. CoRR. 2021, ro¢. abs/2112.01810.
Dostupné z arXiv: 2112.01810.

[Leh+14] LEHMANN, Jens et al. DBpedia - A Large-scale, Multilingual Knowledge
Base Extracted from Wikipedia. Semantic Web Journal. 2014, roc. 6, s. 2.
Dostupné z por: 10.3233/SW-140134.

[Liu+19]  LIU, Yinhan et al. RoBERTa: A Robustly Optimized BERT Pretraining
Approach. CoRR. 2019, ro¢. abs/1907.11692. Dostupné z arXiv: 1907.
11692.

[Ped+11] PEDREGOSA,F. etal. Scikit-learn: Machine Learning in Python. Journal
of Machine Learning Research. 2011, ro¢. 12, s. 2825-2830.

[Ren+20] REN, Pengzhen et al. A Survey of Deep Active Learning. CoRR. 2020,
ro¢. abs/2009.00236. Dostupné z arXiv: 2009.00236.

[SS18] SENER, Ozan; SAVARESE, Silvio. Active Learning for Convolutional Neu-
ral Networks: A Core-Set Approach. 2018. Dostupné z arXiv: 1708.00489
[stat.ML].

[Set09] SETTLES, Burr. Active Learning Literature Survey. 2009. Computer Sciences
Technical Report, 1648. University of Wisconsin-Madison.

[Sch+21] SCHRODER, Christopher; MULLER, Lydia; NIEKLER, Andreas; PO-
TTHAST, Martin. Small-Text: Active Learning for Text Classification in
Python. 2021. Dostupné z arXiv: 2107.10314 [cs.LG].

48


https://arxiv.org/abs/1703.02910
https://arxiv.org/abs/1907.06347
https://arxiv.org/abs/2107.02331
https://arxiv.org/abs/1906.08158
https://arxiv.org/abs/2112.01810
https://doi.org/10.3233/SW-140134
https://arxiv.org/abs/1907.11692
https://arxiv.org/abs/1907.11692
https://arxiv.org/abs/2009.00236
https://arxiv.org/abs/1708.00489
https://arxiv.org/abs/1708.00489
https://arxiv.org/abs/2107.10314

Bibliografie

[Str+21]  STRAKA, Milan; NAPLAVA, Jakub; STRAKOVA, Jana; SAMUEL, Da-
vid. RobeCzech: Czech RoBERTa, a Monolingual Contextualized Lan-
guage Representation Model. In: EKSTEIN, Kamil; PARTL, Frantisek;
KONOPIK, Miloslav (ed.). Text, Speech, and Dialogue. Cham: Springer
International Publishing, 2021, s. 197-209. 1sBN 978-3-030-83527-9.

[YLB20] YUAN, Michelle; LIN, Hsuan-Tien; BOYD-GRABER, Jordan L. Cold-
start Active Learning through Self-supervised Language Modeling. CoRR.
2020, ro¢. abs/2010.09535. Dostupné z arXiv: 2010.09535.

(ZZL15] ZHANG, Xiang; ZHAO, Junbo Jake; LECUN, Yann. Character-level
Convolutional Networks for Text Classification. CoRR. 2015, ro¢. abs/1509.01626,
s. 6. Dostupné z arXiv: 1509.01626.

49


https://arxiv.org/abs/2010.09535
https://arxiv.org/abs/1509.01626




3.1

3.2

Al
A2
A3
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A5
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A8
A9

Vizualizace vybéru vzorki jednotlivymi metodami zalozenymi na ne-
jistoté pro dlohu ternarni klasifikace. Osy zobrazuji pravdépodobnost
dvou tfid, pravdépodobnost tieti tridy se dopocita jako 1—p; —p,. Grafy
pak vyjadruji skére jednotlivych metod, vzorky s pravdépodobnostni
distribuci odpovidajici tmavym bodtm jsou lepsi kandidati podle dané
metody. Obrazek z [DH18, dokumentace knihovny] . . ... ... ..
Projekce datové sady IRIS do dvourozmérného prostoru a vyznaceni
nékterych prvka pro davkovou a nedavkovou strategii. Obrazky pori-
zeny upravenym skriptem z [DH18, dokumentace knihovny — Ranked
batch-mode sampling] . . . . .. ... ... ... ... .........
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