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Abstrakt. Analyza spravania pouzivatel'a na Webe je v sucasnosti otvorenym
vyskumnym problémom. Pouzivatelia interagujii s webovymi strankami roz-
nymi spoésobmi a snahou vyskumnikov je tieto interakcie spravne interpretovat’
a pouzit' pre rozne ulohy. Interakcie pouzivatelov su dolezitym vstupom pre
odportcacie systémy, ktoré sa vyuzivaju ako jedna z metdd pre zlepSenie pou-
zivatel'ského zazitku na Webe. Obsahové odporucanie vyuziva charakteristiky
poloziek pre generovanie personalizovaného odporuéania. Obrazky sa stali po-
puldrnym zdrojom informécii v mnohych doménach (napr. nakupovanie), kde
ovplyviiuju to, ako sa pouzivatel’ rozhoduje. V naSej praci vyuzivame vizualne
¢rty extrahované z obrazkov. Nasim cielom je preskumat’ zapojenie obrazkov a
vizualnych stimulov do procesu odporucania so zamerom skvalitnit’ existujiice
pristupy zaloZené na obsahu.
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1 Uvod

Stadium spravania pouzivatela na Webe sa v poslednym rokoch stalo vyznamnym
vyskumnym smerom. Mnohi vyskumnici sa snaZia analyzovat’, ako 'udia interaguja s
obsahom, aké su ich preferencie a ¢o do najviacSej miery ovplyviuje ich spravanie
pocas réznych uloh, ktoré vykonavaju na Webe. Poznanie pouzivatela a poznanie
jeho spravania otvara cestu pre skvalitiovanie pristupov na adaptaciu a personalizaciu
v r6znych doménach.

Odporucacie systémy vznikli ako jeden z nastrojov pre zlepSenie pouzitelnosti.
Ich hlavnym cielom je navrhovat pouzivatelovi potencialne zaujimavé a atraktivne
polozky. Ich hlavné vyuzitie nachddzame najma v procese rozhodovania ¢loveka, a to
najmad v pripade, ked’ je negativne zasiahnuty problémom informaéného pret'azenia.
S tymto problémom sa stretavame napriklad pri vybere filmu, pri nakupovani v e-
obchode alebo pri vybere hudby [3].

Obsahové odporucanie vyuziva ako hlavny zdroj informécie extrahované z textu.
Jednym z dévodom je fakt, Ze text sa stal hlavnym prostriedkom na $irenie informacii,
a tak moéze ovplyviiovat pouzivatelov pri vybere poloziek na Webe. Mnoh¢ Stadie
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vsak ukazali, Ze aj obrazky m6zu mat’ vplyv na rozhodovanie a moézu byt’ uzitocné v
procese odporutcania.

V tomto prispevku prezentujeme koncept dizertaénej prace. Vychadzame z mys-
lienky, Ze obrazky vplyvaju na spravanie pouzivatela na Webe, a preto ich zohl'adne-
nie moze pomdct’ pri navrhu systémov na odporucanie obsahu. Nasa prvotna analyza
sa bliz§ie zamerala na obsahové odporucanie obohatené o vizualne érty. Nase hypo-
tézy sme sa snazili podporit’ experimentom, v ktorom sme porovnali dva r6zne pristu-
py k extrahovaniu vizualnych ¢t z obrazkov.

2 Obsahové odporicanie

Taxonémia personalizovanych odportcacich systémov rozlisuje dva zakladné pristu-
py k odportcaniu: kolaborativne filtrovanie a obsahové odportacanie. Kym kolabora-
tivne filtrovanie analyzuje podobnost medzi spravanim viacerych pouzivatelov, ob-
sahové odporucanie skima aktivitu kazdého pouzivatela samostatne a snazi sa mu
odporucat’ polozky na zaklade tych, ktoré si obIibil v minulosti. Pri vypocte podob-
nosti medzi polozkami sa vyuZivaju charakteristiky jednotlivych poloziek — obsah [3].
Obsah vychadza z vlastnosti poloziek, priCom tieto vlastnosti maju najcastejSie format
textu a zavisia od domény, v ktorej sa pohybujeme — napr. v pripade filmov su to
zanre, herci ¢i postavy.

S obsahovym odporuc¢anim sa najcastejsie stretivame prave v tych doménach, kde
text tvori jadro obsahu, napr. v doméne sprav a filmov. Existuju vSak domény,
Vv ktorych nemusia byt’ textové opisy postacujuce. Prikladom su filmy (filmové plaga-
ty), nakupovanie alebo umenie. V tychto pripadoch méze ovplyviiovat’ rozhodovanie
aj vyzor poloziek.

V praci [8] boli obrazky pouzité na odporti€anie tovaru. Autori modelovali prefe-
rencie pouzivatela na zaklade ¢ft, ktoré bolo mozné identifikovat’ aj v obrazkoch
(napr. farba tovaru). Zhou et al. [9] studovali odporuca¢ oble€enia, ktory pre vstupny
obrazok (reprezentujici oblecenie) vedel vygenerovat podobné obrazky, priCom sa
zohl'adiovali viaceré ¢rty (napr. tvar, farba). Zaujimavym problémom je vsak aj po-
rovnanie obsahovych a vizualnych ¢ft a ich vyznamu pri odporucani.

2.1  Akvizicia vizualnych ¢rt

Pri ziskavani vizualnych ¢t z obrazkov mézeme rozliSovat' tri zakladné pristupy:
obrazkové deskriptory, farebné charakteristiky a sémantické ¢rty ziskané z neurdno-
vych sieti.

Obrazkové deskriptory sa snazia extrahovat’ kl'ic¢ové body v obrazkoch, ¢im vzni-
kaju spravidla binadrne vektory aplikovateI'né na rézne ulohy, a to obzvlast vypocet
podobnosti obrdzkov ¢i rozpoznavanie objektov na obrazkoch. Medzi najznamejSie
deskriptory patria SIFT, SURF a BRIEF.

Specifickym druhom obrazkovych deskriptorov st farebné charakteristiky,
pri ktorych pracujeme na trovni jednotlivych pixelov obrazka a analyzujeme jeho
farebné zlozky. Vystupom tejto analyzy su Crty, ktoré dokézu charakterizovat’ vizual
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obrazka na zaklade farieb. Literatira pritom najéastejsie pracuje s farebnym modelom
HSV (Hue-Saturation-Value), ktory povazujeme za blizky Pudskému vnimaniu fa-
rieb [6]. Tu mdzeme skiimat’ nielen farbu, ale aj d’alSie charakteristiky, akymi su pri-
jemnost’, dominancia a nabudenie vychadzajuce zo psychologickych modelov.

Na opis obsahu obrazku vyuzivame sémantické crty, pricom v tejto oblasti sa naj-
CastejSie stretdvame s konvoluénymi neurénovymi sietami. V poslednych rokoch
vznikli viaceré pristupy a architektary (napr. Inception-v3 [5] a VGG19 [4]), ktoré
umoznili ziskat’ ¢rty vhodné pre ulohu porovnania podobnosti obrazkov.

3 Porovnanie obsahovych a vizualnych ¢t v doméne filmov

V naSom prvom experimente sme sa zamerali na analyzu filmovych zanrov s vyuzi-
tim datovej mnoziny MovieLens, ktorda obsahuje filmy a k nim prisluchajiice zan-
re [1]. Nasim cielom bolo porovnat’ vizudlne ¢rty s obsahovymi a zaroveii porovnat
dva druhy vizualnych ¢it. Pre kazdy film sme pomocou The Movie Database API
zvolili hlavny obrazok (plagat filmu), z ktorého sme extrahovali farebné charakteristi-
ky a sémantické Crty. Jednotlivé plagaty sme nasledne usporiadali do skupin podla
toho, do akého zanru prisluchali filmy. V ramci tychto skupin sme nasledne zistovali
priemernu kosinusovll vzdialenost’ a varianciu medzi vSetkymi vektormi ¢it. Ked'ze
niektorym filmom boli priradené viaceré zanre, umiestnili sme ich aj do viacerych
skupin (napr. film majuci Zanre komédia a romanticky sa nachadzal aj v skupine fil-
mov so zanrom komédia, ale taktiez aj v skupine filmov so zdnrom romanticky).

Na extrakciu farebnych charakteristik sme vyuzili farebny model HSV, pri¢om
sme analyzovali jas, sytost’ a odtien farieb, ale taktiez aj prijemnost, dominanciu
a nabudenie.

Pre ziskanie sémantickych ¢t sme vyuzili konvoluéni neurénovu siet’ Inception-
v3 [5] natrénovant na datovej mnozine ImageNet?. Inception-v3 bola natrénovana na
ulohu predikcie kI'icovych slov opisujucich obsah obrazka.

Vychadzali sme pritom z prace [2], kde autori vyuzili predposlednti vrstvu tejto
natrénovanej siete. Pomocou siete sa pokusili predikovat’ kIicové slova z inej domé-
ny (na ktorej siet’ nebola natrénovana), po natrénovani extrahovali predposlednu
vrstvu siete as pouzitim SVM Kklasifikovali produkty v e-obchode (ktoré sa
v povodnej datovej mnozinu ImageNet nenachadzaju).

Tento princip sme uplatnili aj my a nechali sme konvoluénui neurénovu siet’ Incep-
tion-v3 predpovedat’ kl'icové slova pre filmové plagaty. Tie nas vSak nezaujimali,
a preto predposledna vrstva predstavovala vektor ¢ft reprezentujuci film.

Tabulka 1 zobrazuje vysledky nasej analyzy pre vybrané filmové Zanre. Pri fareb-
nych charakteristikdch bola pre niektoré Zzanre priemerna kosinusova vzdialenost
vyznamne nizSia, ako pre iné Zzanre. Napriklad, ak porovname detsky Zzaner
s westernom, vidime vyraznejsie rozdiely. Vo vSeobecnosti bola kosinusova vzdiale-
nost’ relativne vyssia pri sémantickych crtach, a tu sme uz podobné rozdiely, ako pri
farebnych charakteristikach nespozorovali.

! http://www.image-net.org
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TabuPka 1. Porovnanie priemernej vzdialenosti (avgp) a variancie (c) pre farebné
a sémantické Crty v ramci jednotlivych filmovych Zzanrov.

.. Farebna charakteristika Sémantické érty Pocet
Zaner -
avgo c avgo c filmov
Detsky 0.09 0.06 0.35 0.07 1139
Animovany 0.10 0.07 0.40 0.09 1027
Dobrodruzny 0.11 0.06 0.36 0.07 2329
Komedialny 0.13 0.07 0.37 0.06 8374
Fantazijny 0.13 0.08 0.37 0.06 1412
Mysteridzny 0.17 0.09 0.37 0.07 1514
Dramaticky 0.15 0.09 0.38 0.06 13344
Dokumentarny 0.21 0.10 0.40 0.07 2471
Kriminalny 0.22 0.11 0.36 0.06 2939
Vojnovy 0.23 0.13 0.37 0.07 1194
Westernovy 0.33 0.15 0.34 0.07 676

Takéto zistenie ndm mdze naznacovat, ze farebné charakteristiky st dobrym indikato-
rom toho, do akého zanru patri film. K tymto zisteniam sme dospeli aj manualnou
analyzou plagatov, kde sme odhalili, Ze napriklad plagaty v ramci Zanru Detsky su si
podobné na zéklade dominantnej farby, ktora sa pri mnohych plagatoch opakuje. Na-
opak, samotny obsah (detekovate'ny pomocou sémantickych ¢ft) sa pri tychto plaga-
toch lisil.

Vo vseobecnosti, vysledky pre sémantické ¢rty naznacuji, Ze nie su vhodné na
ziskanie informacie o zanri, avSak by mohli byt vhodné pre akviziciu d’alSich (latent-
nych) charakteristik filmov.

4 Zaver

V nasej praci skiimame, ako mozno vyuzit’ vizualne stimuly extrahované z obrazkov
pre skvalitnenie existujucich pristupov k obsahovému odportcaniu. V prvotnej faze
sme sa zamerali na experiment, v ktorom sme sa snazili zistit’, ¢i vizualne Crty vedia
nahradit’ obsahovu ¢rtu. Vyuzili sme na to rozsiahlu datovi mnozinu z domény fil-
mov. Vysledky naznauju, ze vizualne Cérty maju potencial pre dal§ie vyuzitie
v buducej praci, avSak je potrebné preskiimat’ ich aplikaciu v konkrétnom pristupe
odporucania. Planujeme preto navrhnat hybridny Top-N odporucaé, ktory by
s pomocou vizualnych stimulov vedel skvalitnit’ vygenerované odporucanie.
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Annotation:
Personalized Recommendation Enhanced by Visual Stimuli

User behavior analysis on the Web is still an open research problem. Users interact
with Web pages in a various ways and researchers are trying to correctly interpret this
behavior. User interactions are an input for the recommender systems that are em-
ployed as one of the methods intended to enhance user experience on the Web. Con-
tent-based recommendation uses item properties to generate personalized recommen-
dations. Images have become a popular source of information in many domains
(e.g., online shopping) where they influence user decision process. In our work, we
analyze visual features extracted from images. Our goal is to study how images can be
incorporated into the recommendation process.
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